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本研究では，地上型レーザースキャナから得た点群データと画像データを組み合わせてセン

サーフュージョンを実施し，画像でのセグメンテーション結果を点群にマッピングした．

DeepLabv3+を利用して，画像のセマンティックセグメンテーションを行った．Segment 

Anything Model を利用して地覆と舗装面との接続線の情報を更新した後に，カメラの外部パラ

メータや内部パラメータを利用して，セグメンテーション情報を点群に格納した．この情報を

利用することで，有効幅員などの橋梁の構造情報を計測できるようになった．画像データの詳

細な情報と点群データの 3 次元情報を活用することで，データの詳細性と構造情報を両立した

解析が可能となり，かつ大容量の点群データも効率良く処理することができた． 
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1. はじめに 

 

3 次元点群とは，3 次元空間内の点の集合であり，こ

れらの点は通常，特定の物体や環境の表面を表現する．

それぞれの点は XYZ 座標を有しており，色情報なども

保持することができる．近年，LiDAR（Light Detection and 

Ranging）や SfM-MVS (Structure-from-Motion and Multi-view-

Stereo) といった技術を利用し，高密度な 3次元点群デー

タが取得されることが増えてきた．LiDAR点群を取得す

る方法は，点群を取得する場所や方法によって分類され

る．地上に設置された Terrestrial Laser Scanner（地上型レ

ーザースキャナ）を使用する方法，自動車などの移動体

に搭載された MMS（Mobile Mapping System）を用いて移

動しながら取得する方法，さらに UAV（ドローン）や

ヘリコプター，航空機などの上空から取得する方法など

が存在する．これらの方法は，それぞれ異なる用途や環

境に応じて利用される． 

特に地上型レーザースキャナは，地表面や構造物の高

精度なデータを取得するのに非常に有効である．地上型

レーザースキャナは，固定された位置から全方位にわた

って詳細なスキャンを行うため，細部にわたる高精度な

データが得られる．このため，橋梁や建物の精密なモデ

ル作成に広く利用されている．これらの計測手法を利用

して，橋梁などのインフラストラクチャの詳細なモデリ

ングや解析が可能となった．辻井らは，土木構造物の維

持管理のために点群を利用して数値解析やモデリングを

行うための情報を抽出するための方法を開発した 1)  ．米

山らは鉄筋結束マシンに取り付けたカメラの動画から点

群を生成し，鉄筋の 3次元モデルを生成した 2)  ．関ら 3)  

は橋梁の点検現場作業の支援するために，橋梁の 3次元

点群データの変化抽出による損傷箇所の検出技術を提案

した．その他には，山崎ら 4)  の道路面検出による，床板

の高さ測定の自動化などが報告されている． 

他分野では軽量な点群データを扱う例も存在するが 5)  ，

土木分野で扱う点群データは，ファイルサイズが非常に

大きく，解析が難しいという課題も存在する．LiDAR点

群から物体を検出する手法としては，PointPillars 6)  が広く

知られている．また，点群の各点を分類するセマンティ

ックセグメンテーションの手法として PointNet 7)  ，

PointNet++ 8)  ，DGCNN 9)  などが存在する．しかしこれら

の深層学習技術を用いて点群を解析することには，いく

つかの課題が存在する．点群データは一般的にファイル



 

 

サイズが大きく膨大な計算資源が必要となる．さらにデ

ータの順番に関わらず同じ対象を表現するなど，従来の

2 次元画像処理とは異なる特性を持つ．また点群は非構

造化データであり，一定の間隔やパターンで配置されて

いない．各点が独立しており，隣接する点との関係が明

確でないため，データ間の空間的関連性を理解するのが

難しい．そのため画像認識に比べ特徴を抽出することが

難しく，物体認識や分類を行う上で大きな障壁となる．

加えて，3 次元点群データの解析では，3 次元的なアノ

テーションの作成が必要である．これは 2次元画像と比

較して，はるかに多くの労力と時間を要する．正確なア

ノテーションデータを生成するためには，高い精度と専

門知識が求められ，これがさらに解析の難易度を高めて

いる．しかし，地上型レーザースキャナでは，点群の取

得時にスキャナに内蔵されたカメラにて RGB 画像も同

時に取得していることが多い．カメラと LiDAR のキャ

リブレーションを実施することで，それらのセンサーフ

ュージョンを行うことができ，画像の各画素と点群の対

応関係を取得することができる．そのため点群中の物体

を認識する際にカメラ画像の情報を利用できる可能性が

ある．これにより，点群のみの解析では難しいようなよ

り詳細な情報を自動できるだけでなく，画像にて物体認

識の処理を行うことで，計算負荷を抑えることができる

可能性がある．そのため，センサーフュージョンは点群

処理の課題である計算資源および詳細な解析という両面

を解決できる可能性がある．Liuら 10)  はLiDARとカメラ

のセンサーフュージョンを行い，自動走行のための物体

認識を行った．これにより，精度よくかつ，リアルタイ

ム性の高い物体の周辺の物体認識が可能となった．また，

Hosoi ら 11)  は地上型レーザースキャナより取得した点群

に対して，475–840 nmの情報を取得できるマルチスペク

トルカメラの画像を投影した．マルチスペクトルカメラ

の情報からクロロフィル量を相関関係により予測した．

そしてその情報を点群に反映することで，クロロフィル

の 3次元的な分布を計算した．また，熱画像と 3次元点

群のセンサーフュージョンを行い，果樹園の植物の生理

的な状態に関わる情報の3次元的な可視化を行った 12)   ． 

画像の画素ごとの分類情報を求めるセマンティックセ

グメンテーションを行う手法としては U-Net 13)  や 

DeepLabv3 14)  ，DeepLabv3+ 15)  ，Segnet 16)  などが知られてい

る．劉らは，DeepLabv3+を利用して，橋梁の腐食損傷部

のセグメンテーションを行った17)  ．さらに，複数のスケ

ールの画像を利用し高解像度の画像から損傷を検出する

手法も報告されている 18, 19)  ．また，斎藤らは，

DeepLabv3+を利用して農作物の病害の領域のセグメンテ

ーションを行った20)  ．これらの手法は高い精度を持ち，

これらのネットワークをうまく利用することで点群から

対象を効果的にセグメンテーションし，そこから情報を

抽出することが可能となる．また，Segment Anything 

Model 21)   のような画像のセグメンテーションに特化した

モデルも存在する．大規模なデータセットで学習し，そ

の学習していない物体に対してもうまく輪郭などを抽出

することができる．セグメンテーションのためのモデル

や Segment Anything Modelのような学習済みのモデルを併

用することで，より精緻な物体の輪郭を抽出できる可能

性がある．これまで筆者らは，橋梁を中心として点群を

対象にノイズ除去を行ってきた22)  ．次の段階として，橋

梁などの構造物の情報を取得する必要がある．最も基本

的な構造物の情報としては，橋梁の寸法などが挙げられ

る．このような基本的な情報を高密度な 3次元点群から

自動的に抽出することができれば，より高度な情報も抽

出できる可能性がある． 

そこで，本研究では，画像から橋梁の寸法情報の計測

につながる情報を自動的に取得し，さらに点群にその情

報を投影することで，そのような寸法情報を自動的に取

得する手法を提案する．具体的には，地上型レーザース

キャナで取得した点群データと，キャリブレーションさ

れた RGB 画像を組み合わせて，深層学習技術を活用し，

有効幅員や高さなどの基本的な構造情報を抽出すること

を目指す． 

 

2.  実験データと方法 

 

(1)  点群の計測について 

本研究で利用した実験データは 2023年 12月に福島県

石川郡平田村にて取得された．橋梁を主な計測対象とし，

LiDARによる計測においては橋梁の床板だけでなく，橋

梁から離れた場所や下部からも計測した．そのため，対

象とする点群には橋梁だけでなく，樹木や川の水面，斜

面なども含まれる．本研究の実験に利用した橋梁の情報

を表 1 に示す．計測には，Matterport Pro3 (Matterport Inc. , 

USA) を使用した．以下 Matterport とする．図-1 は，

Matterportを用いて橋梁をスキャンする際の様子を示して

いる．対象全体をスキャン照射できるように複数の地点

 

図-1 Matterport Pro3を用いた橋梁の3次元計測の様子 



 

 

で計測を行う．Matterportは，屋内に加え，屋外の日光下

でも高精度な計測を行うことができる．また，1 度のス

キャンで，広域を計測することができ，スキャン時間も

20 秒未満であるため，短時間で広域を計測できるとい

う特徴も有している．さらに，対象を複数の地点から計

測し，その点群を統合（レジストレーション）すること

で，対象のあらゆる角度の 3次元構造を取得することも

できる．この計測データのレジストレーションは付属の

ソフトウェアにて自動で行われる．レジストレーション

された点群はE57形式で出力し，本研究の解析に利用さ

れた．使用するレーザーはクラス 1 であり，波長は 904 

nm，視野は水平方向に，360°，垂直方向に，295°，精度

は ±20 mm（対象までの距離 10 m），深度分解能は毎秒

100,000点で1スキャンあたり1,500,000点，最小計測範囲

は 0.5 m，最大計測範囲は 100 mである．また，点群の計

測時に画像も取得される．水平方向は前後および左右の

4 方向，上下方向では上下の 2 方向にて画像が取得され

る．これにより 1 回のスキャンにつき，6 枚の画像が取

得される．この画像のサイズは，4096×4096 ピクセルで

ある． 

本節の冒頭で説明した橋梁のデータを本研究での訓練

データとして利用した．点群ではなく，Matterportにて計

測した時に同時に取得された画像を利用した．合計 82

枚を訓練データとして利用した．また，表-1の H, I, J橋

のデータをテストデータとして利用した．テストにおい

ては，そこで取得された画像および点群を利用した．テ

ストにおける処理については後述する． 

 

(2)  解析の手順 

以下に，本研究での解析の手順を述べる．図-2に解析

のフロー図を示す．それぞれの詳細については後述する．

本研究では，前節の計測によって，複数の地点から計測

した，橋梁の点群および，それに対応する 6方向の画像

を取得した．E57 形式で保存された点群ファイルから，

点群の XYZ 座標の情報や，画像を抽出することができ

る．初めに，各計測点での点群データや画像，スキャナ

表-1 本論文にて利用した橋梁の情報 

本論文における

橋梁の名称 
橋長 (m) 幅員(m) 橋梁形式 

A 17 8.2 
RC床版橋 

逆T式橋台 

B 14 6.6 H形鋼桁 

C 23 6.2 
H形鋼桁 

逆T式橋台 

D 5 4.6 プレテンPC桁橋 

E 19 5.4 
H形鋼桁 

重力式橋台 

F 19 3.8 
PCT 桁橋 

逆T式橋台 

G 68 9.5 

3径間単純PCT

桁橋 

逆T式橋台 

張出式橋脚 

H 15 8.2 T桁橋 

I 11 9.4 RC床版橋 

J 8 5 RC床版橋 

 

 

図-2 本研究の解析のフロー図 



 

 

の位置や向きなどの情報を取得する．図-2での「計測デ

ータを取得」に相当する．その次のステップとしてレー

ザースキャナに内蔵されたカメラで取得された画像を処

理のために読み込む．このステップを「レーザースキャ

ナで取得された画像を取得」として示している．ここで

取得した画像に対して，以下の処理を実行した．1 点だ

けでなく，各計測地点のデータに対して，それぞれ実行

した．まず各計測地点で取得した，水平方向の画像に対

して，DeepLabv3+を利用して地覆のセグメンテーション

を行う．地覆は図-3において青色で示されている．また

図-3において，赤線で示されている地覆と床板の境界を

点群上で特定することを目的とする．この線分の中心ど

うしを結ぶことで，有効幅員を計算する．スキャナの上

方向の空を映した画像や真下方向の地面の画像には，地

覆が映っていないため，利用しないようプログラムした．

この処理によって，画像を地覆と，背景の領域に分割す

ることができる．基本的に，画像中には一つの地覆しか

存在しない．そのため，分割された地覆の領域は一つし

か存在しないはずである．しかし，画像中に地覆が一つ

しか存在しない場合でも，地覆の領域が複数の領域に分

割された形でセグメンテーションされる場合がある．ま

た，セグメンテーションの結果誤った箇所が地覆として

判定されることがある．そのようなセグメンテーション

の誤差による影響を最小にするために，最も大きな領域

のみを地覆の領域とした．また，最も大きな領域を処理

するため，両端の地覆が一枚の写真に写っていた場合は，

片方の地覆のみ処理される．そして，もう片方は別の計

測点で取得された画像に映っている場合，同様の処理が

実行される． 

そして，地覆のセグメンテーションの精度を向上させ

るため，上記のセグメンテーションに加えて，SAM 

(Segment Anything Model) によるセグメンテーションを行

う．SAM の入力として，先ほど地覆として判定した領

域からランダムで 50点選択した．そして，SAMによっ

て地覆であると判定された領域から，有効幅員を抽出す

るため，地覆と舗装面との接続線を抽出した．ここでの

地覆と舗装面との接続線とは，地覆と床板が接する位置

であり，図-3において赤色で表示された領域のことであ

る．地覆と舗装面との接続線の抽出は，領域の最下点を

取得することで行った．これは，橋を画像で見た際に，

地覆と舗装面との接続線は，地覆の下側に存在するため

である．こうして取得した画像上での地覆と舗装面との

接続線と対応する点群を，LiDAR-Camera キャリブレー

ションにより取得する．取得した点群に対して，クラス

タリングを行い，含まれる点数が多い，2 つのクラスタ

を地覆と舗装面との接続線とみなした．また，各計測点

にて同様の処理を繰り返し，全ての計測点での処理が完

了した場合，本アルゴリズムの終了となる．図-2では，

「データがあるか」に相当する部分で残りの計測点のデ

ータが存在するかを確認するステップを記述している． 

本研究での解析には，MATLAB 2024a (MathWorks, USA)

を利用した．また利用したPCのCPUは第11世代 Intel(R) 

Core(TM) i7-11800H @ 2.30GHzであり，RAMは 64GBであ

る．GPUは NVIDIA GeForce RTX 3070 Laptop GPUを利用

した． 

 

(3)  解析の手順 

チェッカーボードを利用し，LiDARとカメラの位置関

係を求めた．本実験で使用した手法は，Jiao ら（2023）
23)  や板倉ら 22)  で用いられている手法を用いた．詳細につ

いては板倉ら22)  に記述されている．この手法を利用する

ことで，以下のように点群に画像の情報をマッピングす

ることができる．以下の図-4の[a]はMatterportにより取得

 

図-3 本研究にてセグメンテーションする対象である地覆

および地覆と道路面の境界 

 

図-4 [a] Matterport により取得した点群および，[b] LiDAR-

Camera キャリブレーションの結果を利用して点群にカラ

ー画像の情報をマッピングした時の結果．[a]は3次元点群

を高さごとに色分けし表示した時の様子を示す．[b]はカ

メラの色情報を[a]の点群に投影し，色情報を表示した時

の結果である． 



 

 

した点群を示す．ここでは色情報がない点群を表示して

いるが，形状を認識できるように高さごとに色を変更し，

ヒートマップにて示している．しかし，この図において

はヒートマップの色自体は解析には利用されない．また

[b]は，LiDAR-Camera キャリブレーションの結果を利用

して，点群にカラー画像の情報をマッピングした時の結

果である．[a]の画像では色情報がない点群を表示してい

たが，ここでは画像の色情報が付加されているため点群

が色表示されていることがわかる．またカメラの情報を

点群に付加できるため，画像のセグメンテーションの結

果も同様に点群に付与することができる．本研究では，

画像でセマンティックセグメンテーションをして，その

情報を点群に投影する．セグメンテーションの方法につ

いては，次節以降で説明する． 

 

(4)  セマンティックセグメンテーションの方法 

セマンティックセグメンテーションを行うために，

DeepLabv3+を利用した．学習データの作成には，

MATLAB の「イメージラベラー」機能を利用した．上

記のアプリ起動し，セマンティックセグメンテーション

のラベル付けに利用される「ピクセル」ラベルを選択し

た．そして，図-5の青枠で囲まれたように，地覆に対し

て手動でラベルを作成した．ラベリングは，82 枚の画

像に対して行った．最後に「エクスポート」機能を利用

し，ラベリング結果を保存した．このラベリング結果を

学習に利用した． 

上記に加えて，10 枚にラベリングを行い，テストデ

ータとした．ラベリングした学習データを利用して，

DeepLabv3+の学習を行った．そして，テストデータを利

用してこのセグメンテーションの精度評価を行った．学

習時の計算コストを低減するために，ネットワークの入

力サイズは 512×512 pixelとした．また，深層学習では，

過学習を防ぐために，データ拡張を行い，データのバリ

エーションを増やすことがよく行われる24)  ．本研究では，

表-2の範囲内でランダムなデータ拡張を行った．例えば，

画像の彩度を-10%から10%の範囲でランダムに変化させ

た． 

学習データに含まれる，地覆と，背景のピクセルの数

が等しいことが望ましい．しかし，本研究で使用した学

習データには，地覆のピクセルの数が背景に比べ，非常

に少なかった．このような不均衡データに対しては，ク

ラスごとのピクセル数の逆数を，損失関数にかけること

で，誤分類に対するペナルティの程度を調整することが

多い 25)  ．本研究でも，同様の手法を採用した． 

 

(5)  SAMを利用した地覆の情報の微調整について 

SAM は，画像のセグメンテーションのためのモデル

である．このモデルは，様々な物体を画像から効率的に

セグメンテーションすることができ，訓練されていない

新しい物体に対しても実行することができる．図-6 は

SAM を利用し，画像中の物体をセグメンテーションし

たときの結果を示している． SAM の実行は，

MATLAB2024a および，MATLAB の Image Processing 

Toolbox Model for Segment Anything Modelを利用した． 

SAM の実行においては，背景や対象のピクセルの位

置を指定することができる．ここでは，2.4 にて説明し

たセマンティックセグメンテーションの結果を利用し，

対象のピクセルの位置を指定した． 

 

(6)  後処理について 

2 (5)にてSAMの実行をしたのちに，点群に対して，そ

の情報をマッピングする．この処理を複数の計測地点に

対して行うと，以下のように地覆に相当する領域以外に，

ノイズとして領域が発生する場合がある．その時の様子

の例を図-7に示す．図-7は，地覆と舗装面との接続線の

候補を示しており，対象ではないノイズのクラスタも含

む．ここではそれぞれのクラスタを異なる色で示してい

る．このような地覆と舗装面との接続線以外の領域を除

 

図-5 セマンティックセグメンテーションのためのラベリ

ングを行っているときの様子．地覆のラベリングを行

い，その領域を青で示している． 

 

図-6 Segment Anything Model (SAM)を利用して画像のセグ

メンテーションを行った時の例．各物体がセグメンテー

ションされており，輪郭も適切に抽出されている． 



 

 

去するために以下の処理を行った．それぞれのクラスタ

に分割し，その点群に対して，主成分分析を利用して，

直線性を計算した．主成分分析は，点群の特徴量として

最もよく使われる手法の一つである26)  ．以下のような計

算により，直線性の低いものをノイズのクラスタとして

除去した． 

点群データに対して主成分分析を行う際，まずはその

クラスタの点群の XYZ 値それぞれの平均値を各座標か

ら差し引き，データの中心化を行う．次に，中心化され

たデータの共分散行列を計算し，その固有値と固有ベク

トルを求める．3次元のXYZ座標系における点群の共分

散行列Cは以下のように表される（式(1)）．ここで，𝜎𝑖𝑗

は座標 iと jの共分散を示す． 

𝐶 = [

𝜎𝑥𝑥 𝜎𝑥𝑦 𝜎𝑥𝑧
𝜎𝑦𝑥 𝜎𝑦𝑦 𝜎𝑦𝑧
𝜎𝑧𝑥 𝜎𝑧𝑦 𝜎𝑧𝑧

] (1)
 

ここで得られる固有値を大きい順に λ1, λ2, λ3とする．

式(2)のように直線性 (Linearity) を定義する． 

𝐿𝑖𝑛𝑒𝑎𝑟𝑖𝑡𝑦 =
𝜆1

𝜆1 + 𝜆2 + 𝜆3
(2) 

この値が0.95以上であれば，そのクラスタの点群が高

い直線性を持つとみなし，その領域は地覆と床板の境界

とする．この閾値（0.95）を大きくすると，より直線性

の高いクラスタのみが抽出される一方で，見逃しのリス

クも高まる． 

 

3. 結果と考察 

 

(1)  セグメンテーションの結果について 

図-8 に DeepLabv3+にて Matterport により取得した画像

のセマンティックセグメンテーションを行った時の様子

を示す．[a]が入力画像を，[b]がセグメンテーション結果

を示している．[b]の紫色の領域が地覆を示しており，

水色の領域はそれ以外の背景の部分を示している．[b]

では，主に地覆をセグメンテーションしていることがわ

かる一方で，その周辺の地覆ではない場所もセグメンテ

ーションしていることがわかる．本手法では，画像中の

地覆の最下点を地覆と床板の境界から有効幅員を求める．

そのため，境界の情報は正確である必要がある．そのた

め，ここでのセグメンテーション結果を点群に投影する

のではなく，SAM などの方法により境界部の調整を行

う． 

また，予測ラベルと手動で作成した正解ラベルを比較

することで精度検証を行った．表-4においてPositiveが地

覆，Negative がそれ以外を表している．どちらの IoU も

0.9 を超えており，精度よくセグメンテーションを行う

ことができた．図-9は，表-4の精度検証の結果を混同行

列で示したものである．Positiveと Negativeの割合を見る

と，画像中には，地覆よりも，それ以外の領域の方が多

 

図-8 DeepLabv3+にてMatterportにより取得した画像のセマ

ンティックセグメンテーションを行った時の様子 

表-2 Deeplabv3+によるセマンティックセグメンテーション

の学習のためのデータ拡張におけるパラメータ設定 

データ拡張の方法 範囲 

彩度 ±10 % 

明度 ±30 % 

スケール 0.5~1 

回転 -45°~45° 

色相 ±20 % 

コントラスト ±40 % 

 

表-3 DeepLabv3+の学習のために利用されたパラメータ 

パラメータの種類 値 

学習率 0.0001 

最適化アルゴリズム SGDM (Stochastic Gradient Descent 

Momentum) 

ミニバッチサイズ 4 

エポック数 200 

 

 

図-7 地覆と道路面の境界の情報を点群にマッピングした

ときの様子．距離を利用してクラスタリングを行ってお

り，それぞれのクラスタを異なる色で示している．地覆

と道路面の境界以外のノイズのクラスタも含まれている

ことがわかる．後処理によりこれらのノイズのクラスタ

を除去する． 



 

 

く映っているなど，データに偏りあったことがわかる．

しかし PositiveもNegativeも精度よく推定することができ

た． 

表-5はデータ拡張を実施せずに学習を行い，セグメン

テーションした結果である．地覆が精度よく抽出するこ

とができなかった（図-10）．訓練データに過適合し，

新規のデータに対してうまくセグメンテーションできな

かったことが考えられる．このことから，データ拡張を

行わなかった場合は，過学習が生じており，本手法で採

用したデータ拡張は正しい処理であったと示唆される． 

(2)  地覆の抽出について 

図-11の[a]が 3.1で示したセマンティックセグメンテー

ションの結果で[b]が SAM で地覆と舗装面との接続線の

認識結果を調整した結果である．[a]では，地覆の周辺も

セグメンテーションされていた一方で，地覆と舗装面と

の接続線付近がより正確にセグメンテーションされてい

ることがわかる．SAM を利用することで，地覆と床板

の境界をより正確に抽出することができたと考えられる． 

また，DeepLabv3+を利用したセマンティックセグメン

テーションや SAM で領域の境界を調整した結果を利用

し，地覆と床板の境界を抽出した時の例を図-12 に示す．

地覆の下部の部分を取得することでうまく境界部分を取

得することができた．この結果を点群に投影することで，

点群でこの境界部分を特定することができる． 

本研究では，画像から地覆をセグメンテーションし，

さらにその領域を SAM により微調整した．微調整した

領域で最も下の箇所を床板と地覆の境界とした．SAM

は，10 億個以上のマスクを含む非常に大規模なデータ

セットで訓練されている．この巨大なデータセットは，

多様なシーンと物体の種類をカバーしており，それによ

り地覆もうまく背景と分離できたと考えられる．大量の

トレーニングデータによって，モデルはより正確な地覆

と舗装面との接続線の認識とセグメンテーションを実現

する．このように，本研究の手法では複数の手法を組み

合わせている．しかし，そのような境界を直接的にセグ

メンテーションする方法も考えられる．図-13 は，その

ような境界をラベリングし学習させた場合の結果である．

直接的に境界部をセグメンテーションする方法も試した

が，うまくセグメンテーションすることができず，本研

究のような手法を採用した．地覆のほうが境界部よりも

面積が大きく，かつ特徴も画像から比較的わかりやすく，

セグメンテーションのための学習が可能であったためだ

と考えられる．また，直線を検出するための深層学習ネ

ットワークも存在する 25)．本研究では，地覆をセグメン

テーションすることで，床板と地覆の境界を検出したが，

このように直接的に直線を検出することも考えられる．

今後の課題として，このような他の手法とも比較し，さ

らにより多くのデータで訓練・検証することで，より信

頼度の高いセグメンテーション手法を確立する必要があ

表-4 セマンティックセグメンテーションの結果 

 Accuracy IoU MeanBFScore 

Positive 91.95 % 0.6634 0.5508 

Negative 98.06 % 0.9767 0.8437 

 

 

図-9 セマンティックセグメンテーションの結果をもとに

作成した混同行列．Positive が地覆であり，Negative が背景

を示す． 

表-5 データ拡張を行わなかった場合のセマンティックセ

グメンテーションの結果 

 Accuracy IoU MeanBFScore 

Bridge 46.09 % 0.3634 0.3383 

Background 98.65 % 0.9605 0.8388 

 

 

図-10 データ拡張を行わずに学習をしたDeeplabv3+モデル

で推論をした場合の結果の例 

 

図-11 [a] DeepLabv3+を利用したセマンティックセグメン

テーションの結果．[b] Segment Anything Model (SAM)で領域

の境界を調整した時の様子． 



 

 

る． 

点群処理のために，画像情報を利用する例として，点

群の各点を画像に投影する方法も知られている 28, 29)  ．こ

こでは，画像の情報ではなく，点群を 2次元平面に投影

し，その情報を利用して，対象の物体であるかどうかを

判別している．点群の情報を投影する処理は，画像情報

が利用できない状況でも行うことができ，かつ 2次元の

画像処理の手法を利用することができる．その他に，航

空機 LiDAR より取得したデータから樹木を検出するた

めに，点群を鳥瞰図のように変換する方法や30)  ，植物の

葉の勾配を利用しながら歯の面積を計算するといった研

究も報告されている31)  ．一方で，本手法のように点群計

測時に撮影された画像が利用できれば，線などの，より

詳細で細かい情報まで取得できるというメリットがある． 

本研究では，前後左右の 4方向の画像をもとにLiDAR

とカメラのセンサーフュージョンを行った．全方位カメ

ラから物体を検出し，写真測量と組み合わせることで 3

次元点群での物体検出を行った研究も知られている 32)  ．

全方位画像などの異なる種類の画像に対しても本手法を

適用することが可能である．全方位画像では，1 つの計

測地点において解析する画像は 1枚でよいため，より計

算が効率化する可能性がある． 

 

(3)  地覆の抽出について 

以下の図-14 [a] では本手法により抽出した境界線が赤

色で示されている．境界部がうまくセグメンテーション

 

図-12 DeepLabv3+を利用したセマンティックセグメンテ

ーションや Segment Anything Model (SAM)で領域の境界を調

整した結果を利用し，地覆と道路面の境界を抽出した時

の例． 

 

図-13 地覆と道路面の境界を正解データとしてラベリン

グし直接的にセマンティックセグメンテーションをした

時の結果の例．適切に対象の領域をセグメンテーション

することができなかった． 

 

図-14 地覆と道路面の境界をセグメンテーションした時

の様子．[a]および[b]は斜め上から対象の橋梁の床板を見

たときの様子．[c]はより広域のビューを示す． 



 

 

されていることがわかる．様々な物体が存在する中でう

まく対象の線分を取得することができた．また，[b]は

上の視点から見たときの様子を示す．[c]はより広い視点

で点群を表示させたときの様子を示す．多くの対象があ

る中からうまく線を抽出することができていることがわ

かる．本手法により自動的に予測した有効幅員は 8.13 m

であり，手動で計測した値は 8.10 mであった．しかし，

幅を計測する際の点により数cmから数十cmほど変動す

ることが考えられる．そのため今後の課題として，真値

を計測するときの何らかの基準を設け，それにより計測

した値と自動的に予測した値の比較を行う必要がある．

また橋長に関しては，地覆と床板の境界の情報を利用し

て予測することができる．自動的に計算した結果は，

11.71 mおよび 13.87 mであり，手動で計測した結果は，

11.58および 11.49 mであった．本手法では，地覆を過検

出した場合があり，その結果，橋長が過大評価される場

合があった．別のデータでの推論結果を以下の図-15 に

示す．図-15は J橋のデータを利用している． 

点群データは 1GB 以上の大容量になることが多い．

ファイルサイズが大きくなるほど，一般的に点群の処理

は難しくなる．本手法では計測点ごとに処理行うため，

そのような大容量データの処理も可能である．また，そ

のような点群データを閲覧用のソフトウェアにて開き，

点の選択を手動で行う作業は非常に手間がかかる．一方

で，本手法ではその作業を大幅に簡略化および自動化す

ることができる． 

画像から点群の中の物体を検出する方法として，ステ

レオカメラを利用する方法がある 33)．この方法では，画

像上で物体を検出し，その検出した情報を点群に反映さ

せる．ステレオカメラは画像からステレオ画像法により

3 次元点群を得るため，センサーフュージョンの必要が

なくシンプルである．しかし，計測できる範囲に限界が

あり，橋梁全体の解析を行う場合には難しい．小さな領

域で対象が 1つ程度の場合には有効な方法である． 

RANSAC (Random Sample Consensus) 34)を利用することで

も点群から平面を検出することができる．RANSAC は，

外れ値を含むデータセットからモデルをフィットさせる

ためのアルゴリズムである．この手法は 3次元点群にも

応用することができる．3 次元点群から平面を検出する

ために，ランダムに点を 3点以上選択し，その点を利用

して平面を作成する．そして，点群の全ての点に対して，

その点が定義した平面上または十分近い距離にあるかど

うかを判断する．そのために，点と平面の距離を計算し，

設定した閾値以下の点をインライアとみなす．本研究で

は，RANSACを発展させた手法である，MLESAC 35)を使

用して，平面抽出を行った．図-16 は，本研究で利用し

たデータから平面を検出した時の結果である．点群に対

して，オレンジ色にて検出した平面を可視化している．

対象の点群が切り取られていたり，限定されていたりす

ると，うまく平面が検出でき，平面的な構造を有する物

体が床板のみである場合は，そのような方法を利用して，

床板を検出することできる．しかし今回のように点群全

体に対して処理を行うとうまく床板のみを選択的に検出

することができず，有効幅員の計測なども困難となる． 

本研究では，画像上でセグメンテーションする部分を

特定し，その情報を点群にマッピングすることで有効幅

員の計測を行った．画像データはピクセル単位で非常に

細かく対象の形状や輪郭などの情報が得られる一方で，

点群データはスキャンの解像度やノイズの影響を受けや

すい．特にスキャンの範囲や角度によりデータが不完全

になることが多いため，物体の正確な検出が難しくなる

ことも多い．また，画像処理には多くの既存のツールや

アルゴリズムが利用可能で，そのような手法も利用する

ことで，点群のセグメンテーションのための，画像処理

を効率的に行うことができる．本研究では，地上型レー

ザースキャナの点群計測において画像も同時に取得され

ていることを利用して，それらのセンサーフュージョン

を行った．それにより精度の良い点群のセグメンテーシ

ョンを行い，橋梁の点群から有効幅員に相当する値を自

動的に取得することができた． 

 

図-15 J 橋のデータに対して境界線をセグメンテーション

した時の様子．[a]は対象の橋梁およびその周辺を閲覧し

た時の様子．[b]および[c]は対象の橋梁を中心に閲覧した

時の様子を示す．[c]では，幅を計測するために選択され

た点を結んだ線分を黄色で示している． 



 

 

 

4. まとめ 

 

本研究では，地上型レーザースキャナにより取得され

た点群と画像を組み合わせ，センサーフュージョンを行

った．これにより，画像上でセグメンテーションし，特

定した対象の情報を点群にマッピングすることができる．

また点群上にマッピングした情報を利用し，有効幅員の

計測を行った． 

画像データはピクセル単位で非常に細かく対象の形状

や輪郭などの情報が得られ，特定のオブジェクトの形状

を詳細に理解する上で非常に有用である．一方，点群デ

ータはスキャンの解像度やノイズの影響を受けやすいた

め，一部の詳細が失われる可能性がある．しかし，これ

ら二つのデータタイプを組み合わせることで，画像デー

タの詳細性と，点群データの 3次元的な情報を把握する

能力を活用することができた．また，大きなファイルサ

イズを有する点群データの処理は一般的に難しいと考え

られている．しかし，本研究では，計測点ごとに処理を

行うことで，大容量のデータでも効率的に処理を行うこ

とが可能となった．この手法の適用により，橋梁の点群

から幅に相当する値を自動的に取得することが可能とな

った．さらに，本手法は橋梁以外の土地の境界線などそ

の他の線分を点群から自動抽出し，シェープファイルな

どの形式で出力することも可能である．これらの結果は，

地上型レーザースキャナの点群計測と画像取得の組み合

わせ，そしてセンサーフュージョンにより，精度の良い

点群のセグメンテーションや点群からの高度な情報抽出

を実現する新たな可能性を示している．本研究では，1

点に設置して点群を取得するタイプのレーザースキャナ

を利用した．移動しながらリアルタイムで点群を取得し

ていく計測方法もある．この方法は自動運転などの用途

が多い．ここでも画像を同時に取得し，画像と点群の情

報を同期させ，センサーフュージョンを行うことで同様

に物体検出が可能である．物体検出だけでなく，本研究

のようなインフラ管理につながる解析もできる可能性が

ある．近年は，地上型レーザースキャナだけでなく，ス

マートフォンやタブレットなどの端末に搭載された

LiDARを使用した研究も報告されるようになった 36)．将

来の展望として，このような様々な LiDAR のタイプに

も適用するなど，本手法の適用範囲を広げ，様々なシー

ンで利用可能になるよう発展させていくことが望まれる．

また，3 次元点群からひび割れといった損傷を検出する

ために，SfM-MVS と画像認識を組み合わせる研究も報

告されている．画像から損傷を検出し，さらにその画像

撮影した位置や向きなどを利用し，その情報を点群に反

映させる．このように，3 次元点群からの情報抽出を行

うために，様々なセンサーや計測条件を利用する研究も

近年報告されている 37, 38)．これまで多く報告されてきた

点群のみを入力として点群処理する方法とは異なり，セ

ンサーフュージョンやそれに類する手法が今後発展して

いく可能性が示唆される． 

提案手法は，高解像度の点群データと画像データを組

み合わせることで，橋梁下面の上部工の形状などの接近

が困難な箇所の詳細な形状情報も取得できる．本研究で

は地上型レーザースキャナのデータを利用して検証を行

ったが，本手法はUAV搭載型 LiDARなどの別の種類の

LiDARにも応用が可能である．このように，様々な種類

のデータに対して適用することで，橋梁の全体的な健全

性評価やメンテナンス計画にもつながる可能性がある．

さらに，他の構造物や地形の解析にも応用でき，例えば

3 次元点群から構造物のエッジを自動抽出し，図化する

といった課題にも利用できる可能性がある．また，土木

分野でも仮想空間上で情報を加工して現実世界に反映す

るデジタルツインの概念が提唱されており研究開発が盛

んに実施されている 39)．このようなデジタルツインを作

成するためにも，現実の 3次元点群から情報を取得し，

デジタルツインの構築に役立てることが考えらえる．デ

ジタルツインに必要な詳細な情報を本研究のような手法

を利用し，抽出するといったアプリケーションも考えら

れる． 

しかしながら，いくつかの課題も存在する．より複雑

な対象を分析する際は，より高度な画像認識が求められ

 

図-16 MLESAC 法を利用して対象の点群から平面を検出

した時の様子．[a]は対象の点群に対して平面を検出した

時の様子を示す．検出した平面全体がオレンジ色で示さ

れている．[b]はより橋梁の床板に近いビューである． 



 

 

る．また，より大規模で高密度な点群データと画像デー

タの統合には，十分な計算リソースが必要である．さら

に，より精度を高めるためには実際の橋梁環境における

ノイズや外乱の影響を最小限に抑えるための計測におけ

る工夫なども必要となる．このような課題を解決するた

めにも，より多くの対象にて本手法を検討し，より汎用

性の高いアルゴリズムに発展させていくことが望まれる． 
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Semantic segmentation and sensor fusion in point cloud processing for estimation of 

bridge structural parameters 

 

Kenta ITAKURA, Takuya HAYASHI, Yuto KAMIWAKI and Pang-jo CHUN 

 
In this study, we implemented sensor fusion by combining point cloud data and image data obtained 

from a terrestrial laser scanner, and mapped the segmentation results from the images onto the point clouds. 

Semantic segmentation of the images was performed using DeepLabv3+ to classify into wheel guard and 

background. Also, the edge information was updated using the Segment Anything Model, then 

segmentation information was stored in the point clouds using the camera's external and internal parameters. 

Utilizing this information enabled the measurement of bridge widths. By leveraging the detailed 

information from the image data and the three-dimensional information from the point cloud data, we were 

able to achieve an analysis that extract detail and structural information, while also efficiently processing 

large files of point cloud data. 


