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要旨（Abstract） 

交通事故は道路環境、車両条件、当事者条件および衝突条件など多数の要因が複雑に関

与して発生する。さらに、本研究で対象とした 4 輪車相互事故 403,532 件について確認し

たところ、30 変数の組合せ条件は 402,921 通り存在し、その約 99.7%が 1 回のみ観測され

る固有事例であった。このため、過去事例の完全一致に基づく経験共有や損壊度推定は困

難である。  

そこで本研究では、警察庁交通事故統計情報オープンデータを用い、事故を事故環境、

道路構造、自分側条件、相手側条件および衝突状況の 5 領域へ分解し、多層補集合の積モ

デルによる損壊度リスクモデルを構築した。各説明変数は、先行研究で得られた順序ロジ

ット分析のオッズ比を用いて損壊度という共通意味空間へ写像し、中間モデルおよび大モ

デルによって統合した。  

その結果、中間モデルでは M5（衝突状況）および M2（道路構造）が比較的高い説明

力を示した。また、大モデルの決定係数は R²=0.203 となった。さらに、推定損壊度順位

群の上昇に伴い重損壊事故割合は単調に増加し、推定損壊度上位 10%群では下位 10%群と

比較して、損壊度 2 以上の発生割合が約 19.7 倍、損壊度 3 の発生割合が約 51 倍となっ

た。  

以上より、本モデルは個別事故の損壊度を予測するモデルというよりも、重損壊につな

がりやすい条件群を相対的なリスクとして順位付けするモデルとして有効であることが確



認された。本研究は、多層補集合の積モデルを車両損壊リスクへ適用した最初の試みであ

り、交通事故データの構造理解と安全対策立案のための新たな評価手法を提供するもので

ある。 
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Abstract 

Traffic accidents are caused by complex interactions among roadway conditions, 

environmental factors, vehicle characteristics, road-user attributes, and collision conditions. 

An analysis of 403,532 two-vehicle crash records revealed 402,921 unique combinations of 

30 explanatory variables, of which approximately 99.7% were observed only once. This 

characteristic makes direct experience-based prediction difficult and limits the reuse of 

similar accident cases.  

To address this issue, a vehicle damage risk model based on a Product Model of Multi-Layer 

Complementary Sets was developed using the National Police Agency Traffic Accident Open 

Data of Japan. The explanatory variables were divided into five semantic domains: accident 

environment, road structure, ego-vehicle conditions, counterpart-vehicle conditions, and 

collision conditions. Odds ratios obtained from a previous ordinal logistic regression analysis 

were transformed into a common damage-risk space and integrated through intermediate 

and higher-level models.  

The results showed that the collision-condition model (M5) and the road-structure model 

(M2) exhibited relatively higher explanatory power among the intermediate models. The 

final model achieved an R² value of 0.203. Furthermore, the proportion of severe vehicle 

damage increased monotonically with the estimated damage-risk rank. Compared with the 

lowest 10% risk group, the highest 10% risk group showed approximately 19.7 times higher 

occurrence of damage level 2 or greater and approximately 51 times higher occurrence of 

damage level 3.  

These findings indicate that the proposed model is more effective as a relative risk-ranking 

framework for identifying conditions associated with severe vehicle damage than as a 

deterministic predictor of individual accident outcomes. This study represents the first 

application of a Product Model of Multi-Layer Complementary Sets to vehicle damage risk 

assessment and provides a novel framework for understanding traffic accident structures and 

supporting future safety countermeasure planning. 
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1. 背景と目的 

近年、交通事故研究では機械学習を用いた事故予測や傷害予測に関する研究が数多く行わ

れている。一方、交通事故は道路環境、事故環境、車両条件、当事者条件および衝突条件

など、多数の要因が複雑に関与して発生するため、個別事故を直接予測することは容易で

はない。 

筆者はこれまで、交通事故における外傷リスクを対象として、多層補集合の積モデルを用

いたリスク評価手法を提案してきた。その考え方は、人が危険を判断する際、年齢、既往

歴、外傷など異なる意味を持つ情報を、一度共通の危険度へ変換して統合しているという

仮説に基づいている。 

同様の考え方は、車両損壊リスクにも適用できる可能性がある。 

例えば、人は事故の危険性を考える際、 

• 夜間である 

• 路面が凍結している 

• 軽自動車である 

• 高齢運転者である 

• 交差点で発生している 

といった異質な情報を、そのまま比較しているわけではなく、 

「事故が大きくなりそうか」 

という共通の認識尺度へ変換しながら判断していると考えられる。 

しかし、交通事故統計データでは、説明変数として用いられる情報は、 

• 連続値 

• 順序尺度 

• カテゴリーデータ 

が混在しており、カテゴリ数も変数によって大きく異なる。 

さらに、本研究で対象とした 4 輪車相互事故 403,532 件について確認したところ、30 変数

を同時に扱った場合の観測パターン数は 402,921 通りであり、その 99.7％は 1 回しか観測

されない組合せであった。これは、交通事故全体を一度に扱うと、経験則として利用でき



る類似事例がほとんど存在しないことを示している。  

そこで本研究では、事故を構成する説明変数を、 

• M1：事故環境 

• M2：道路構造 

• M3：自分側条件 

• M4：相手側条件 

• M5：衝突状況 

の 5 つの領域へ分類し、それぞれを損壊度という共通意味空間へ写像する中間モデルを構

築した。さらに、それらを統合する大モデルを作成し、交通事故における車両損壊リスク

を相対的に評価することを試みた。  

本研究の目的は、個別事故の損壊度を確定的に予測することではない。事故条件を損壊度

という共通尺度上で表現し、多層補集合の積モデルによって統合することで、重損壊につ

ながりやすい条件群を相対的なリスクとして順位付け可能か検証することである。 

 

 

 

 

2. データと方法 

2.1 使用データ 

本研究では、警察庁が公開する「交通事故統計情報オープンデータ」の 2019 年版を使用

した。 

対象は 4 輪車相互事故のみとし、解釈可能な事故データ 201,766 件を用いた。 

本データでは、1 件の事故に対し当事者 A および当事者 B の情報が記録されている。本研

究では車両ごとの損壊リスクを評価することを目的とし、それぞれを「自分側から見た事

故」として再構成した。 

その結果、 

• 元事故件数：201,766 件 

• 解析対象データ：403,532 件 

となった。 

目的変数は警察庁データに記録された車両損壊度を用いた。 

 

 

2.2 説明変数 

本研究では説明変数として 30 変数を使用した。 

交通事故には、 

• 事故環境 



• 道路構造 

• 当事者属性 

• 車両属性 

• 衝突状況 

など、意味の異なる情報が混在している。 

そこで説明変数を意味的なまとまりに基づいて 5 つの領域へ分類した。 

M1：事故環境（7 変数） 

• 発生月 

• 発生時 

• 曜日 

• 祝日 

• 昼夜 

• 天候 

• 路面状態 

 

M2：道路構造（10 変数） 

• 路線 

• 地形 

• 道路形状 

• 車道幅員 

• 衝突地点 

• ゾーン規制 

• 中央分離帯 

• 歩車道区分 

• 道路線形 

• 交差点 

 

M3：自分側条件（5 変数） 

• 自分_年齢 

• 自分_当事者種別 

• 自分_用途別 

• 自分_車両形状 

• 自分_速度規制 

 

M4：相手側条件（4 変数） 

• 相手_当事者種別 



• 相手_用途別 

• 相手_車両形状 

• 相手_速度規制 

 

M5：衝突状況（4 変数） 

• 自分_衝突部位 1st 

• 自分_多重衝突 

• 相手_衝突部位 1st 

• 相手_多重衝突 

 

 

2.3 多層補集合の積モデル 

交通事故は多数の条件が重なり合って発生する。 

本研究で対象とした 403,532 件のデータについて、30 変数を完全一致条件として集計した

ところ、観測された条件パターン数は 402,921 通りであった。 

そのうち約 99.7%は一度しか観測されない条件であり、事故全体を一つの経験則として扱

うことは困難であることが確認された。 

そこで本研究では、事故を構成する情報を意味的に分解し、それぞれを損壊度という共通

意味空間へ写像した後に統合する「多層補集合の積モデル」を構築した。 

本モデルは、 

 

・小モデル → 意味を揃える 

  ↓ 

・中間モデル → 意味を集約する 

  ↓ 

・大モデル → 条件の重なりを表現する 

 

という三層構造で構成される。 

 



 

図 1 多層補集合の積モデルの構成 

 

 

2.4 小モデル 

小モデルは、各説明変数を損壊度リスクへ変換するための最初の写像である。 

当初は各カテゴリに対する平均損壊度を利用する方法を検討した。 

しかし交通事故では多数の要因が同時に影響するため、他の要因が平均化され、カテゴリ

間の差が小さくなる傾向が見られた。 

そこで本研究では、小モデルとしてオッズ比（Odds Ratio）を採用した。 

各説明変数について最頻出カテゴリを基準カテゴリ（OR=1）とし、各カテゴリの損壊リ

スクをオッズ比として算出した。 

さらに、 

𝑥 = ln⁡(𝑂𝑅) 

 

へ変換して利用した。 

これにより、 

𝑂𝑅 = 1 

 

が 

ln⁡(𝑂𝑅) = 0 

 

となり、全ての説明変数を共通のリスク尺度上で扱うことが可能となる。 



小モデルの役割は、 

異質な変数を損壊度リスクという共通意味空間へ写像すること 

である。 

小モデルに用いたオッズ比は、筆者が先行研究において実施した順序ロジット分析結果を

利用した。各説明変数について最頻出カテゴリを基準とし、損壊度に対するオッズ比を算

出した。 

 

 

2.5 中間モデル 

中間モデルは、小モデル群を意味的な領域ごとに統合し、損壊度を出力するモデルであ

る。 

入力は各説明変数の 

ln⁡(𝑂𝑅) 

 

であり、出力は損壊度である。 

中間モデルには Ridge 回帰を採用した。 

本研究における中間モデルの目的は、高精度な予測ではなく、各領域が持つ平均的な損壊

度への寄与を抽出することである。 

また、説明変数間の共線性による係数の不安定化を抑制するため、L2 正則化を用いた。 

中間モデルの役割は、 

同一領域内に存在する複数のリスク要因を統合し、それぞれの領域を代表する損壊度へ集

約すること 

である。 

 

 

2.6 大モデル 

大モデルは、 

• M1 損壊度 

• M2 損壊度 

• M3 損壊度 

• M4 損壊度 

• M5 損壊度 

を入力とし、最終的な損壊度を出力するモデルである。 

本モデルは、 

𝐷𝑎𝑚𝑎𝑔𝑒 = 𝑓(𝑀1,𝑀2,𝑀3,𝑀4,𝑀5) 

 



として表現される。 

大モデルには HistGradientBoostingRegressor を採用した。 

交通事故では、 

• 夜間 

• 交差点 

• 車両形状 

• 衝突方向 

などの要素が独立に作用するのではなく、複数条件の組み合わせとして事故結果に影響す

ると考えられる。 

そこで大モデルでは、中間モデル間の非線形な相互作用を表現可能な勾配ブースティング

を用いた。 

大モデルの役割は、 

事故環境、道路構造、自車条件、相手条件および衝突条件の重なりを表現すること 

である。 

 

2.7 モデル評価 

データは事故 ID 単位で分割し、 

• 学習用データ：約 32 万件 

• 評価用データ：約 8 万件 

として学習と評価を行った。 

評価指標として、 

• MAE 

• RMSE 

• 決定係数（R²） 

を用いた。 

ただし、本研究の目的は個別事故の損壊度を完全に予測することではない。 

実際の交通事故には、 

• 実走行速度 

• 速度超過 

• 危険運転 

• 回避行動 

• 車両安全性能差 

などの未観測因子が存在するためである。 

そこで本研究では回帰性能に加え、リスク順位付け性能を評価した。 

具体的には、推定損壊度順に事故を並べ、 

• 下位 10% 



• 上位 10% 

を抽出し、 

• 損壊度 2 以上の割合 

• 損壊度 3 の割合 

を比較した。 

これにより、本モデルが重損壊につながりやすい条件を相対的なリスクとして順位付け可

能かを評価した。 

 

 

 

 

3. 結果 

3.1 小モデルによる意味空間への写像 

交通事故データには、年齢、天候、道路形状、車両形状、衝突部位など、異なる意味を持

つ説明変数が混在している。これらを直接比較することは困難であるため、本研究では各

説明変数を損壊度リスクという共通尺度へ変換する小モデルを構築した。 

小モデルでは、先行研究で実施した順序ロジット分析に基づき、各カテゴリに対するオッ

ズ比（OR）を算出した。オッズ比は各説明変数において最も頻度の高いカテゴリを基準

（OR=1）として求めた。さらに、 

𝑥 = ln⁡(𝑂𝑅) 

 

へ変換することで、全ての説明変数を共通のリスク尺度上で表現した。  

これにより、 

• 年齢 

• 天候 

• 道路形状 

• 車両形状 

• 衝突部位 

など異なる意味を持つ情報を、損壊度が大きくなる方向への寄与として比較可能となっ

た。 

本研究における小モデルの役割は、事故を構成する異質な情報の意味を揃えることであ

る。 

 

3.2 事故データの組合せ構造 

本研究で使用した 403,532 件のデータについて、30 個の説明変数の組合せを集計した。 

その結果、観測された条件パターン数は 402,921 通りであり、そのうち 402,310 通りは 1



回のみの出現であった。すなわち、全体の約 99.7%が固有事例であった。  

この結果は、交通事故を 30 変数の完全一致条件として扱う場合、過去の経験を直接再利

用することが困難であることを示している。 

そこで、本研究では事故を意味的な領域へ分解し、中間モデルを構築した。 

各中間モデルにおける条件パターン数は、 

• M1（事故環境）：15,492 パターン 

• M2（道路構造）：21,615 パターン 

• M3（自分側条件）：926 パターン 

• M4（相手側条件）：175 パターン 

• M5（衝突状況）：287 パターン 

となった。  

この結果から、事故全体では極めて多様である一方、意味的な領域へ分解することで経験

を再利用可能な規模まで集約できることが確認された。 

全体データでは 99.7%が固有事例であった。一方、M1～M5 へ分解すると条件パターン数

は大幅に減少し、多くの条件が繰り返し観測されるようになった。しかし、各中間モデル

においても同一条件で異なる損壊度が多数観測された。この結果は、単一領域のみでは損

壊度を説明できず、複数領域の統合が必要であることを示している。 

 

 

 

 

図 2 全体データおよび中間モデルにおける条件組合せ数の比較 

 

 

 

3.3 中間モデルの構築結果 

各中間モデルでは、小モデルから得られた ln(OR) を入力とし、損壊度を出力するモデル

を構築した。 

図 3 に中間モデルの性能を示す。 

 



 

図３ 中間モデルの性能 

 

各中間モデルの R²は 0.01～0.08 程度であり、単独では損壊度を十分説明できなかった。 

一方、中間モデル間には差がみられ、M5（衝突状況）が最も高い説明力を示し、次いで

M2（道路構造）が高い値を示した。 

また、M1～M5 のいずれにおいても、同一条件下で複数の損壊度が観測された。 

これらの結果は、交通事故の損壊度が単一要因ではなく、複数要因の重なりによって形成

されていることを示している。 

 

 

3.4 大モデルの構築結果 

中間モデル M1～M5 の出力を入力とし、大モデルを構築した。 

学習には約 32 万件、評価には約 8 万件を使用した。 

評価結果を図４に示す。 

 

 

図４ 大モデルの性能 

 

大モデルの R²は 0.203 であり、中間モデル単体と比較して大幅に向上した。 

これは、事故環境、道路構造、自車条件、相手条件および衝突条件の重なりを統合的に表

現できたためと考えられる。 

すなわち、 

 

・事故環境 

  × 

・道路構造 



  × 

・自車条件 

  × 

・相手条件 

  × 

・衝突条件 

 

という多重の条件が損壊度形成に影響していることが示唆された。 

 

3.5 リスク順位付け性能 

本研究では、個別事故の損壊度を完全に予測することではなく、重損壊につながりやすい

条件群を相対的に順位付けできるかを評価した。 

そこで評価データを推定損壊度順に並べ、下位 10%群と上位 10%群を比較した。 

結果を表 3.3 に示す。 

 

 



 
図５ 推定損壊度による順位付け結果 

 

 

 

その結果、 

• 損壊度 2 以上の発生割合は約 19.7 倍 

• 損壊度 3 の発生割合は約 51 倍 

となった。 

図 5 に示すように、推定損壊度順位群の上昇に伴い、損壊度 2 以上および損壊度 3 の割合

はほぼ単調に増加した。 

この結果は、本モデルが個別事故の損壊度を完全に予測するものではない一方、重損壊に

つながりやすい条件群を相対的なリスクとして表現できていることを示している。 

また、道路構造を含む事故条件の組み合わせによって、重損壊リスクの順位付けが可能で

あることが確認された。さらに、推定損壊度平均と実測損壊度平均は概ね一致しており、

本モデルがリスク順位だけでなく損壊度分布の傾向も適切に表現していることが確認され

た。 

 

 

 

 

4. 考察 

4.1 交通事故データの疎性と多層補集合の積モデル（修正版） 

本研究で対象とした 403,532 件の事故データでは、30 変数の組合せとして集計すると

402,921 通りの条件パターンが存在し、その約 99.7%は一度しか観測されない固有事例で

あった。 



この結果は、交通事故全体を一つの経験則として扱うことが困難であることを示してい

る。 

一方、事故を事故環境（M1）、道路構造（M2）、自分側条件（M3）、相手側条件（M4）、

衝突状況（M5）の各領域へ分解すると、条件パターン数は大幅に減少し、多くの条件が

繰り返し観測されるようになった。  

さらに、各中間モデルでは同一条件であっても複数の損壊度が観測されており、単独の領

域のみで損壊度を説明できないことも確認された。  

これらの結果は、交通事故の損壊度を理解するためには、事故を意味的に分解した上で再

統合する多層補集合の積モデルが有効であることを示している。 

 

 

4.2 損壊度という共通意味空間への写像 

本研究では、年齢、天候、道路構造、車両形状、衝突部位など、意味の異なる説明変数を

直接統合するのではなく、損壊度という共通意味空間へ写像した。 

小モデルでは、順序ロジット分析によって算出したオッズ比を利用し、さらに ln(OR) へ

変換することで、各変数を共通の尺度上で表現した。  

これは単なる特徴量変換ではない。 

人は事故の危険性を考える際、 

• 夜間である 

• 高齢運転者である 

• 軽自動車である 

• 交差点で発生した 

などの異質な情報を、そのまま比較しているわけではない。 

それらを無意識のうちに「事故が大きくなりそうか」という共通の危険度へ変換しながら

判断していると考えられる。 

本研究の多層補集合の積モデルは、その判断構造を模擬する試みと位置付けられる。 

 

 

4.3 中間モデルの意味 

中間モデル単体の説明力は高くなく、R²は 0.01～0.08 程度であった。 

しかし、中間モデルは単独で損壊度を予測することを目的としていない。 

交通事故は、 

• 道路条件 

• 当事者条件 

• 車両条件 

• 衝突条件 



など複数要因の重なりによって発生するため、単一領域のみで事故結果を説明できないこ

とは自然な結果である。 

一方で、M5（衝突状況）と M2（道路構造）は比較的高い説明力を示した。 

M5 は衝突部位や多重衝突といった事故結果に近い情報を含むため、高い説明力を持つこ

とは理解しやすい。 

それに対し M2 は、 

• 道路形状 

• 交差点 

• 中央分離帯 

• 車道幅員 

• 道路線形 

など事故発生前の道路条件のみから構成されている。  

M5 は衝突部位や多重衝突を含むため、事故結果に近い情報である。一方、M2 は事故発

生前に存在する道路条件のみから構成される。それにもかかわらず同程度の説明力を示し

たことは、道路構造が重損壊リスク形成に関与している可能性を示唆している。 

 

 

4.4 大モデルの解釈 

大モデルの決定係数は R²=0.203 であった。 

一般的な予測モデルとして評価すると必ずしも高い値とは言えない。 

しかし、本研究で用いた事故統計データには、 

• 実衝突速度 

• 速度超過量 

• 危険運転 

• 飲酒運転 

• 回避操作 

• 車両安全性能差 

などの重要な要因が含まれていない。 

例えば、同じ道路条件であっても、制限速度 30km/h の道路を 30km/h で走行する車両と

100km/h で走行する車両では、事故結果は大きく異なる可能性がある。しかしその違いは

本データには記録されていない。 

したがって、本研究は個別事故結果を完全に予測することではなく、観測可能な条件のみ

から説明できる損壊リスク構造を抽出したものと解釈するのが適切である。 

 

 

4.5 順位付けモデルとしての有効性 



本研究で最も重要な結果は、決定係数ではなく順位付け性能である。 

推定損壊度によって事故を順位付けした結果、 

• 損壊度 2 以上は約 19.7 倍 

• 損壊度 3 は約 51 倍 

の差が確認された。 

これは、推定損壊度が高くなるほど実際の重損壊事故割合が増加していることを意味す

る。 

したがって、本モデルは 

「この事故は損壊度 3 である」 

と予測するモデルではなく、 

「どの条件が重損壊につながりやすいか」 

を相対リスクとして表現するモデルと考える方が適切である。 

本研究において採用した順位付け評価は、交通事故データに含まれる未観測因子の影響を

前提とした現実的な評価方法であり、本モデルの目的とも整合している。 

 

 

 

 

5. 今後の展望 

本研究では、4 輪車相互事故を対象として、多層補集合の積モデルによる損壊度リスクの

順位付けが可能であることを確認した。 

特に道路構造を表現する M2 が比較的大きな説明力を示したことから、道路条件と損壊リ

スクとの関係をさらに詳細に分析する価値が示された。 

今後は、本研究で構築したモデルに対し、人工的に設計した DOE（Design of 

Experiments）条件を入力することで、 

• どの道路条件が 

• どの程度 

• 損壊リスクへ寄与するのか 

を体系的に分析する予定である。 

さらに、 

• 車両単独事故 

• 歩行者対車両事故 

• 自転車対車両事故 

などへの適用可能性についても検討を進める。 

また、筆者が別途研究している外傷リスクモデルと連成することで、 

 



・道路条件 

 ↓ 

・衝突状況 

 ↓ 

・損壊度 

 ↓ 

・外傷リスク 

 

を統合的に扱う枠組みを構築し、最終的には交通事故ハザードマップへの展開を目指す。 

 

 

 

 

6. まとめ 

本研究では、警察庁交通事故統計情報オープンデータを用いて、4 輪車相互事故における

車両損壊度推定モデルを構築した。 

交通事故データは 30 変数で表現すると約 99.7%が固有事例となり、過去事例の直接利用

が困難であった。 

そこで本研究では、 

• 小モデルによる意味の統一 

• 中間モデルによる意味の集約 

• 大モデルによる条件の重なりの表現 

から構成される多層補集合の積モデルを提案した。 

その結果、 

• M5（衝突状況） 

• M2（道路構造） 

が比較的大きな説明力を示した。 

また、大モデルでは R²=0.203 を示し、推定損壊度上位 10%群では下位 10%群と比較し

て、 

• 損壊度 2 以上の発生割合が約 19.7 倍 

• 損壊度 3 の発生割合が約 51 倍 

となった。 

これらの結果より、本モデルは個別事故の損壊度を予測するモデルというよりも、重損壊

につながりやすい条件群を相対的に順位付けするリスク評価モデルとして有効であること

が確認された。 

本研究は、多層補集合の積モデルを車両損壊リスクへ適用した最初の試みであり、交通事



故を構成する異質な情報を損壊度という共通意味空間へ写像し、重損壊リスクとして順位

付け可能であることを示した。これにより、事故データの構造理解および安全対策立案の

ための新たな評価手法を提供するとともに、今後の DOE 解析、外傷リスクモデルとの連

成、および交通事故ハザードマップ構築の基盤となることが期待される。 
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全データ

総データ数 403,532 件

異なる説明変数の組合せパターン数 402,921 パターン ←組み合わせ数

1回だけ出現する組合せ 402,310 パターン

2回以上出現する組合せ 611 パターン

同じ組合せを持つデータ行の合計 1,222 件

各組合せの最初の1件を除いた重複行数 611 件

最も多く出現した1組合せの件数 2 件 ←最も多いパターン

同一組合せなのに損壊度が複数ある組合せ 51 パターン ←損壊度が異なる

402,870 パターン ←損壊度が同じ

M1：事故環境

総データ数 403,532 件

異なる説明変数の組合せパターン数 15,492 パターン ←組み合わせ数

1回だけ出現する組合せ 0 パターン

2回以上出現する組合せ 15,492 パターン

同じ組合せを持つデータ行の合計 403,532 件

各組合せの最初の1件を除いた重複行数 388,040 件

最も多く出現した1組合せの件数 462 件 ←最も多いパターン

同一組合せなのに損壊度が複数ある組合せ 9,303 パターン ←損壊度が異なる

6,189 パターン ←損壊度が同じ

M2：道路構造

総データ数 403,532 件

異なる説明変数の組合せパターン数 21,615 パターン ←組み合わせ数

1回だけ出現する組合せ 7,604 パターン

2回以上出現する組合せ 14,011 パターン

同じ組合せを持つデータ行の合計 395,928 件

各組合せの最初の1件を除いた重複行数 381,917 件

最も多く出現した1組合せの件数 6,306 件 ←最も多いパターン

同一組合せなのに損壊度が複数ある組合せ 7,521 パターン ←損壊度が異なる

←損壊度が同じ



 

 

 

 

 

 

 

 

 

 

M3：自分側

総データ数 403,532 件

異なる説明変数の組合せパターン数 926 パターン ←組み合わせ数

1回だけ出現する組合せ 123 パターン

2回以上出現する組合せ 803 パターン

同じ組合せを持つデータ行の合計 403,409 件

各組合せの最初の1件を除いた重複行数 402,606 件

最も多く出現した1組合せの件数 12,126 件 ←最も多いパターン

同一組合せなのに損壊度が複数ある組合せ 677 パターン ←損壊度が異なる

249 パターン ←損壊度が同じ

M4：相手側

総データ数 403,532 件

異なる説明変数の組合せパターン数 175 パターン ←組み合わせ数

1回だけ出現する組合せ 16 パターン

2回以上出現する組合せ 159 パターン

同じ組合せを持つデータ行の合計 403,516 件

各組合せの最初の1件を除いた重複行数 403,357 件

最も多く出現した1組合せの件数 57,384 件 ←最も多いパターン

同一組合せなのに損壊度が複数ある組合せ 147 パターン ←損壊度が異なる

28 パターン ←損壊度が同じ

M5：衝突状況

総データ数 403,532 件

異なる説明変数の組合せパターン数 287 パターン ←組み合わせ数

1回だけ出現する組合せ 4 パターン

2回以上出現する組合せ 283 パターン

同じ組合せを持つデータ行の合計 403,528 件

各組合せの最初の1件を除いた重複行数 403,245 件

最も多く出現した1組合せの件数 88,461 件 ←最も多いパターン

同一組合せなのに損壊度が複数ある組合せ 263 パターン ←損壊度が異なる

24 パターン ←損壊度が同じ


