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小型GPTにおける単元内・単元間遷移の出力形成過程

坂 知樹1,a)

概要：本研究では，教材を模した階層的な日本語系列に反復された単元内・単元間遷移が，事前学習なし
小型 GPTの出力へ形成される過程を分析した．国語・算数・生活の 3教科と 4テーマからなる 12単元
を作成し，教科ブロック，テーマ交互，有効単元シャッフル，単元内役割ブロック入替の 4条件を比較し
た．4条件について，2モデル規模，3種類の layout seed，5種類の model seedを組み合わせた 120 runs

を，7 checkpointsで評価した．自由生成と teacher-forced候補評価を併用し，統計単位は model runとし
た．競合系列と次単元が重複する地点を除いた構造選択性は，iteration 700で 4条件・2モデル規模の全
120 runsにおいて正となった．教科・テーマ属性に基づく構造化系列の有効シャッフル系列に対する優位
性は Holm補正後には支持されなかった．単元内評価では，厳密な completion-prefix一致と最初に検出さ
れた役割 classを用いた．役割ブロック入替条件における訓練役割への局所選択性は 0.892（0.8M）および
0.917（2.67M）であった．また，同一更新回数・同一投入文字 token数に対して，2.67Mモデルでは構造
適合がより早い checkpointで観測された．以上から，本実験範囲の小型 GPTの出力は，コーパス中に反
復された単元内・単元間境界遷移に対応して形成され，属性に基づく構造化系列が有効シャッフル系列よ
り強く形成される傾向は確認されなかった．
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Output Formation of Within-Unit and Between-Unit Transitions in
Small GPT Models

Trained from Scratch on Cross-Subject Synthetic Textbook Sequences

Tomoki Saka1,a)

Abstract: This study investigates when repeated within-unit and between-unit transitions in hierarchical
Japanese textbook-like sequences emerge in the outputs of small GPT models trained from scratch. We
constructed twelve synthetic units crossing three subjects with four themes and compared four ordering
conditions: subject-blocked, theme-interleaved, valid unit-shuffled, and within-unit role-block-shuffled. In
total, 120 model runs combined two model sizes, three layout seeds, and five model seeds and were evaluated
at seven training checkpoints. Free generation and teacher-forced candidate scoring were analyzed jointly,
with each model run treated as the statistical unit. Between-unit structure selectivity was computed only at
positions where the target and all competing sequences prescribed different next units. At iteration 700, selec-
tivity was positive in all 120 runs. After Holm correction, attribute-structured sequences showed no stronger
trained-sequence reproduction than valid shuffled sequences. For within-unit transitions, strict completion-
prefix matching and first-detected-role classification showed that local selectivity in the role-block-shuffled
condition reached 0.892 for the 0.8M model and 0.917 for the 2.67M model. With the same number of updates
and processed character tokens, adaptation emerged at earlier checkpoints in the 2.67M model. Within the
tested regime of character-level models, a context length of 64, and up to 3.07M processed tokens, output
formation followed repeated within-unit and unit-boundary transitions, while attribute-structured ordering
did not yield stronger adaptation than valid shuffled ordering.

Keywords: small language model, synthetic textbook sequence, training dynamics, data ordering, autore-
gressive generation
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1. 緒言
Transformerに基づく言語モデルは，大規模コーパスか

ら多様な出力能力を形成する [1]．事前学習済みモデルで
は，学習データ，既有知識，モデル規模が同時に作用する．
そこで，人工的に統制した系列のみで小型モデルをゼロか
ら学習させる方法は，入力データの構造と出力形成過程の
対応を直接観察する実験系として有効である．
合成データを用いた言語モデル研究では，生成規則を統

制した条件下で，帰納バイアス，学習ダイナミクス，内部表
現が分析されてきた．Liらは Othello手順から形成された
盤面表現を probeと介入で解析し [2]，Powerらは算法デー
タにおける grokkingを示した [3]．Murtyらは未見構造へ
の階層的一般化が長期学習後に現れる structural grokking

を報告し [4]，Tianらは 1層 Transformerの次 token予測
における段階的な attention形成を解析している [5]．また，
統語構造を付与する研究 [6]，合成構造で事前学習したモデ
ルの自然言語学習を調べる研究 [7]，Transformerの階層的
一般化を分析する研究 [8]が報告されている．日本語につ
いては，合成テキストを用いたデータ制約下の事前学習性
能も検討されている [9]．これらが未見構造への一般化，内
部表現，または後続の自然言語学習を評価するのに対し，
本研究は日本語教材形式の語彙と内容を固定し，単元内・
単元間の境界遷移だけを操作して，訓練中の自由生成と候
補順位に適合が表出する checkpointを測定する．
データ配列に関しては，容易な例から難しい例へ提示分布

を変化させるカリキュラム学習 [10]や，データ分布の局所
的集中・反復が Transformerの挙動を変える研究 [11], [12]

がある．本研究は難易度を時系列に変えるカリキュラムで
はなく，同一内容を持つ 1冊内の静的な単元順を比較し，
属性に沿う配列が反復境界遷移の形成を促進するかを検証
する．モデル規模と学習量の関係は scaling研究で体系化
されている [13]．さらに，正しい prefix下で候補尤度を測
る評価と，自己生成履歴に条件付ける自由生成は，系列生
成を異なる側面から測定する [14], [15]．
教材形式の日本語系列は，自然言語としての表面を保ち

ながら，本文・問題・まとめという機能的役割と，教科・
テーマという交差カテゴリを同一コーパス内に配置できる．
この性質により，形式文字列だけの課題よりも日本語出力
に近い表面を保ちつつ，局所境界と単元境界を別々に操作
できる．同一内容を保ったまま両階層を分け，多 seed・多
checkpointの自由生成と候補選好から形成過程を追跡する
枠組みは，十分に整理されていない．
本研究の目的は，人工教材系列に反復された単元内・単
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元間境界遷移が，事前学習なし小型 GPTの出力へ形成さ
れる過程を明らかにすることである．具体的には，(1) 教
科別，テーマ別，任意単元順に対応する単元境界遷移集合
が出力に形成されるか，(2) 単元間順を固定したまま役割
ブロック順を変えると，単元内遷移の出力も変化するか，
(3) 同一更新回数・投入 token数における形成 checkpoint

がモデル規模でどのように異なるか，を検証する．分析対
象を，自由生成に表出する境界遷移と teacher-forced候補
選好に設定し，入力配列と観測可能な出力形成の対応を定
量化する．
本研究の貢献は，(1) 日本語教材形式の同一内容上で単

元内役割境界と単元間境界を操作したこと，(2) 構造間の
遷移重複を監査し，識別可能地点で条件固有適合を検証し
たこと，(3) 厳密 prefix，自由生成，teacher-forced候補尤
度を 120 runs・7 checkpointsで対応付けたこと，の 3点で
ある．

2. 実験方法
2.1 人工教材系列と 4条件
国語，算数，生活の 3教科と，「はる」「みず」「かたち」

「くらし」の 4テーマを完全交差させ，12単元を作成した．
3×4設計により，各単元が教科属性とテーマ属性を一つず
つ持ち，同一の 12単元集合から教科ブロック順とテーマ交
互順という異なる属性配列を構成できる．各単元は教科・
単元マーカー，本文 6文，問題 3文，まとめ 1文からなる．
単元長は平均 333.67文字，1冊は 4,047文字，語彙は 107

文字である．各条件で文字多重集合と原子行多重集合を一
致させ，内容と出現頻度を固定した．
図 1に layout seed 1を示す．教科ブロック条件は同一

教科 4単元を連続させ，テーマ交互条件は同一テーマの 3

教科を連続させる．有効単元シャッフル条件は同一教科・
テーマの最大連続数を 2以下に制約した任意順である．単
元内役割ブロック入替条件は単元間順を教科ブロック条件
と同一に保ち，各単元の本文・問題・まとめを単元ごとに
並べ替える．実装上の旧コード名は sentence shuffleで
あるが，分析上は文単位でなく役割ブロック単位の操作で
あるため，本稿では「単元内役割ブロック入替」と呼ぶ．
layout seedは，教科順とテーマ順を決定する決定的な置換
表，valid shuffleの乱数系列，および役割ブロック順の単元
割当を一括して指定する．valid shuffleは 12単元を決定的
seedで擬似乱択し，教科ブロック順・テーマ交互順と一致
する候補，同一教科または同一テーマが 3単元以上連続す
る候補を棄却し，最大 100,000試行内の最初の適格候補を
採用した．役割ブロック入替では標準順を除く 5通りの置
換を 12単元へ均衡的に割り当てた．3 layoutsの完全な配
列，生成アルゴリズム，prompt例は補足資料に収録した．
教科順とテーマ順を変えた layout seedを 3種類作成し

た．各 layoutで 12単元集合と文字数は同一である．教科・
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図 1 layout seed 1 における 4 条件．各セルは教科略号とテーマ略号からなる単元を表す．
単元内役割ブロックは B=本文，P=問題，S=まとめであり，有効 shuffle は同一教科・
テーマの 3 連続を許さない．

表 1 モデルおよび学習条件
項目 0.8Mモデル 2.67Mモデル

総 parameter数 809,472 2,689,536

層数 / head数 4 / 4 6 / 6

埋込み次元 128 192

block / batch size 64 / 32

1 updateの文字 token数 2,048

学習率 / dropout 0.001（減衰なし）/ 0.1

model seeds 1–5

checkpoints 10, 30, 50, 100, 300, 700, 1500

累積文字 token数 20,480–3,072,000

テーマ属性に基づく系列を「属性構造化系列」と呼び，人
間が解釈可能なカテゴリ属性に沿う配列として定義する．
実教科書の配列との対応は，実教材を対象とする今後の検
証課題である．

2.2 モデルと学習条件
Karpathy の nanoGPT[16] を基礎とする文字レベル

decoder-only Transformerを用いた．UTF-8文字を 1 to-

kenとして，訓練・検証コーパス中の異なる 107文字から
語彙表を作成し，追加の subword分割は行わなかった．各
コーパスは 1冊を 10回反復し，完全な冊単位で 9冊（36,423

文字）を訓練，1冊（4,047文字）を検証に用いた．検証集
合は同一冊の反復分布に属し，学習適合の監視に用いた．
事前学習済み重みは使用しなかった．
4条件×2モデル×3 layouts×5 model seedsの 120 runs

を iteration 1,500まで学習した．7 checkpoints，計 840モ

デルを評価した．

2.3 自由生成と単元間遷移
各 checkpointに対し，単元間遷移 12 promptsと局所役

割遷移 60 prompts の計 72 prompts を確認的評価に，単
元開始 12 promptsを出力監査に用いた．さらに，未学習
入力 4 prompts を探索的分析に用いた．各 prompt から
temperature 0.8，top-k 200，最大 360文字で 3生成した．
3生成を prompt内反復として run内で集約し，統計単位
を model runとした．全 221,760生成で先頭 promptの除
去に成功し，空 completionと無効生成は 0件であった．
単元間評価では非終端単元の全文を生成 APIへ入力し

た．block sizeは 64であるため，次単元予測で用いられる
実効文脈は単元末尾 64文字以内である．本稿では，この
末尾文脈を条件として観測され，系列全体によって定義さ
れる単元境界の次単元遷移集合を「単元間構造」と呼ぶ．
生成された次の教科・単元マーカーから予測次単元 ûを抽
出する．
構造間で同じ次単元を指定する地点は選択性を鈍らせる

ため，主要解析では targetと全競合構造の次単元が異なる
識別可能地点集合 Dに限定した．構造 cの一致率を

Rc,D =
1

|D|
∑
i∈D

I(ûi = uc,i), (1)

重複除外後の構造選択性を

SD = Rtarget,D − max
c∈Ccomp

Rc,D (2)

とした．SD > 0は競合構造より条件固有の境界遷移に強
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く一致したことを表す．layoutごとの識別可能地点数は表
2の 9–11地点である．
属性構造化系列と有効シャッフル系列の絶対的な再現水

準を比較するため，非終端 11地点すべてを用いる訓練系
列一致率

Rtr,all =
1

11

11∑
i=1

I(ûi = utr,i) (3)

も算出した．ここで utr,i は各条件の訓練コーパスにおけ
る次単元である．Rtr,all は各条件で同一の 11 source地点
を分母とし，条件ごとの訓練系列が出力に再現された割合
を表す．

2.4 単元内遷移
単元内遷移は，目的の異なる二つの主要指標で評価した．

第一に，標準順遷移の形成を測るため，厳密な completion-

prefix 一致を用いた．タイトル→ 本文では各単元の第 1

本文文全文，本文→問題および問題→まとめでは完全な
役割マーカーが completion先頭に一致したとき 1とした．
成功判定を completion先頭の一致に限定することで，生
成後半に到達した役割を区別した．
第二に，役割ブロック入替条件における訓練順適合を測

るため，各 prompt後に最初に検出された役割 classを用い
た．本文 classは当該 source単元の第 1本文文先頭 12文
字，問題 classは問題マーカー，まとめ classはまとめマー
カー，単元 classは次の教科・単元マーカーで検出した．各
生成について最も早い出現位置の classを採用し，同一位置
で複数 classが一致する場合は本文，問題，まとめ，単元の
固定順で一意に決定した．いずれの classも検出されない
生成は未検出として非一致に含めた．訓練役割一致率Rtr，
最大競合役割率 Rcomp，局所選択性 Slocal = Rtr − Rcomp

を算出した．

2.5 teacher-forced評価
各非終端単元を sourceとし，12単元すべての「教科マー

カー＋単元マーカー＋改行」（23–30文字 token）を候補と
した．候補数は各 sourceで 12であり，一様選択の期待値
は 1/12 ≃ 0.0833である．候補 uの文字列 mu について，
prompt末尾から 64− |mu|文字を context xuとして残し，
候補文字の平均対数尤度

L(u | x) = 1

|mu|

|mu|∑
t=1

log p(mu,t | xu,mu,<t) (4)

を求めた．使用 context長は 34–41文字であり，候補長に
よらず contextと候補の合計を 64以下にした．11 source

遷移 ×12候補 ×840 checkpoints=110,880候補を評価し，
訓練系列の次単元が平均対数尤度 top-1となる割合を算出
した．

2.6 統計処理
各 layout×model seedの 15値を統計単位とし，両側 ex-

act sign-flip testと対応あり効果量Cohen’s dzを算出した．
95% CIは，まず layoutを復元抽出し，次に各 layout内の
model seedを復元抽出する階層 bootstrap（20,000回）で
求めた．iteration 700の SD > 0の検定では，各条件・モ
デル規模について 15個の SD を 0との差として扱い，帰無
仮説 SD = 0の下で各値の符号を反転した．確認的検定族
は，(i) iteration 700の SD > 0：4条件 ×2モデルの 8検
定，(ii) 属性構造化系列平均と有効 shuffleの差：2モデル
の 2検定，(iii) モデル差：iteration 300と 700の 2検定，
とし，各族内で Holm補正した．局所標準遷移 6検定およ
び訓練役割選択性 2検定は副次解析として別々に Holm補
正した．
属性構造化系列対 shuffleでは，式 (3)の訓練系列一致率

を用い，各 layout×model seedについて

∆attr =
Rsubject

tr,all +Rtheme
tr,all

2
−Rshuffle

tr,all (5)

を作成した．3条件とも同一の非終端 11地点を分母とする
ため，∆attr は各訓練系列への絶対一致率の対応差である．
モデル差では 4 条件の SD を各 layout×seed 内で平均し
てから 2.67M−0.8Mを求めた．相関はモデル・checkpoint

ごとに 4 条件，3 layouts，5 seeds をプールした 60 runs

について Pearsonおよび Spearman係数を算出し，layout

cluster bootstrap CIを付した．layoutに共通するデータ
配列を考慮するため，推定では layoutを第 1段階の cluster

として扱った．推測統計は事後的 power 値ではなく，対
応差，効果量，階層 bootstrap 95% CIを中心に解釈した．
生成コード，人工教材，3 layoutsのmanifest，prompt定
義，評価コード，設定ファイルを再現用補足資料として提
供する．

3. 結果
3.1 単元間境界遷移の形成
図 2に重複除外後の SD を示す．iteration 100まではほ

ぼ 0であった．iteration 300では 2.67Mモデルが 0.129–

0.169へ上昇したのに対し，0.8Mモデルは −0.004–0.023

であった．iteration 700では 0.8Mが 0.483–0.594，2.67M

が 0.840–0.916となった．iteration 700では，4条件×2モ
デル規模の各 15 runsがすべて正であり，全体では 120/120

runsが SD > 0であった．各条件・モデル規模の 15値を
用いた 8検定も，すべて Holm補正後 p = 0.000488とな
り，階層 bootstrap 95% CIの下限は 0を上回った（表 3）．
iteration 1,500では SD = 0.954–0.982となり，単元末尾

文脈から条件固有の次単元境界遷移を生成する適合が安定
した．本稿の観測単位は，系列全体で定義された単元境界
の遷移集合である．
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表 2 target 系列と競合系列の次単元重複および識別可能地点数（非終端 11 地点）
条件 layout 競合 1重複 競合 2重複 |D| 条件 layout 競合 1重複 競合 2重複 |D|

教科ブロック 1 0 2 9 テーマ交互 1 0 0 11

教科ブロック 2 0 0 11 テーマ交互 2 0 2 9

教科ブロック 3 0 0 11 テーマ交互 3 0 1 10

有効 shuffle 1 2 0 9 役割入替 1 0 2 9

有効 shuffle 2 0 2 9 役割入替 2 0 0 11

有効 shuffle 3 0 1 10 役割入替 3 0 0 11
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図 2 重複除外後の単元間構造選択性 SD．上段は各条件・モデルの 15 runs平均と階層 boot-

strap 95% CI，下段は iteration 300（白）と 700（黒）の全 runを layout別記号で示
す．SD > 0 は条件固有遷移が全競合系列を上回ることを表す．

3.2 属性構造化系列の優位性
iteration 700 における式 (5) の対応差 ∆attr を図 3 に

示す．0.8Mでは −0.083（95% CI [−0.185, 0.006]，Holm

補正 p = 0.0503），2.67M では −0.010（[−0.083, 0.088]，
p = 0.822）であり，いずれも補正後には有意でなかった．
したがって，教科・テーマ属性に基づく配列が有効シャッ
フルより高い訓練系列一致率を示すという仮説は支持され
なかった．得られた CIを本実験で推定された差の範囲と
し，今後は事前に等価性境界を設定した検証へ拡張する．

3.3 単元内役割遷移
図 4(a) に厳密 prefix 一致率の絶対値を示す．iteration

700の教科ブロック条件では，タイトル→本文，本文→
問題，問題→まとめが 0.685，0.959，0.978（0.8M）およ

び 0.830，0.985，0.991（2.67M）であった．役割入替条件
の標準順率は 0.144–0.219（0.8M），0.161–0.211（2.67M）
であった．条件差は 0.541–0.806で，6検定すべてHolm補
正後 p = 0.000366であった．
一方，役割入替条件で最初に検出された役割は，訓練

役割一致率が 0.943（0.8M）および 0.957（2.67M），最大
競合役割率が 0.051 および 0.040 であり，Slocal は 0.892

（95% CI [0.858, 0.922]）および 0.917（[0.896, 0.937]）で
あった（図 4(b)）．両モデルとも 15/15 runsで正，Holm

補正 p = 0.000122であった．標準順 prefixの低下と同時
に，訓練された役割ブロック順への高い出力適合が形成さ
れた．本比較は大域単元順を教科ブロックに固定し，単元
内役割順の操作に対応する変化を識別する設計である．今
後は局所順と複数の単元間配列を完全交差させ，交互作用
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iteration 700 =layout×model seed

図 3 iteration 700 の訓練系列一致率に基づく対応差 ∆attr =

(Rsubject
tr,all +Rtheme

tr,all )/2 − Rshuffle
tr,all ．各点は layout×model

seed，菱形と誤差線は平均と階層 bootstrap 95% CI，水平線
は差 0 を示す．

表 3 主要・副次検定の概要（iteration 700）
検定 モデル 平均差/値 95% CI Holm p

SD > 0 0.8M 4 条件 0.483–0.594 下限 0.418 以上 .000488

SD > 0 2.67M 4 条
件

0.840–0.916 下限 0.730 以上 .000488

属 性 構 造 化
−shuffle

0.8M −0.083 [−.185, .006] .0503

属 性 構 造 化
−shuffle

2.67M −0.010 [−.083, .088] .822

2.67M−0.8M iter 300 0.134 [.100, .174] .000122

2.67M−0.8M iter 700 0.329 [.278, .376] .000122

役 割 入 替
Slocal > 0

0.8M 0.892 [.858, .922] .000122

役 割 入 替
Slocal > 0

2.67M 0.917 [.896, .937] .000122

を検証する．

3.4 モデル規模と同一投入 token数での形成 checkpoint

4 条件を各 layout×seed 内で平均した 2.67M−0.8M の
SD 差は，iteration 300で 0.134（95% CI [0.100, 0.174]），
700で 0.329（[0.278, 0.376]）であり，いずれも Holm補正
p = 0.000122 であった．iteration 300 と 700 はそれぞれ
614,400および 1,433,600文字 tokenの投入に相当する．し
たがって，同一更新回数・同一投入文字 token数において，
2.67Mモデルでは構造適合がより早い checkpointで観測
された．本結果は投入 token数に対する形成 checkpointを
比較するものであり，wall-clock timeおよび FLOPs当た
りの効率は今後の評価軸となる．

3.5 teacher-forced候補選好と自由生成
図 5に訓練次単元の teacher-forced top-1率を示す．一

様期待値は候補 12個に対する 1/12である．iteration 300

では 0.8Mが 0.206–0.261，2.67Mが 0.515–0.606，iteration
700 ではそれぞれ 0.782–0.879 と 0.964–0.988 であった．
iteration 1,500ではほぼ 1.0となった．
自由生成 SD と top-1率の Pearson相関は iteration 700

で r = 0.288（95% cluster-bootstrap CI [−0.121, 0.611]，

0.8M）および r = 0.280（[−0.157, 0.616]，2.67M）であり，
Spearman相関は 0.244および 0.143であった．両指標は
checkpointとともに上昇した．iteration 700では teacher-

forced 値に天井効果と範囲制限が生じているため，相関
は両評価の run 間対応を示す補助指標として解釈した．
iteration 1,500の 2.67Mでは top-1率が全 runで 1.0とな
り，形成の安定到達が確認された．

3.6 補助・探索的 prompt

出力監査に用いた 12単元開始 promptsは，本稿の主要
仮説検定には用いなかった．未学習 4 prompts は探索的
に集計した．iteration 700以降，未学習入力でも教材マー
カーはほぼ全生成に現れた一方，入力語句の保持率はほぼ
0であり，既習教材形式への吸着が示された．これらは補
助結果であり，単元内・単元間遷移の主要結論とは分けて
扱う．

4. 考察
4.1 反復境界遷移への条件固有適合
重複地点を除外した識別可能地点でも，iteration 700で

は 120/120 runsで条件固有の単元間境界遷移が競合系列を
上回った．この適合は，教科・テーマというカテゴリ属性
に沿う系列と有効シャッフルの双方で形成された．式 (5)

による比較では属性構造化系列の優位性は補正後に支持さ
れなかった．したがって，本研究の中心的な結果は，配列
のカテゴリ解釈可能性とは別に，反復された条件固有の境
界遷移が出力へ形成されたことである．
この否定結果は，タスクの予測構造から説明できる．各

条件では，非終端 source単元 uに対する次単元 fc(u)が
10冊の反復を通じて決定的であり，単元同定後の経験的
条件付きエントロピー Hc(Unext | Usource)は全条件で 0と
なる．さらに文脈長 64では，source単元末尾の固有文字
列から次マーカーへの対応を学習すれば境界損失を低下で
きる．したがって，教科・テーマ属性を共有規則として抽
出することは必須ではなく，属性構造化系列の利点が生じ
る場合は，情報量の差ではなく parameter共有や帰納バイ
アスによる標本効率差として現れる．本実験でその優位性
が観測されなかったことは，この統制課題では単元固有の
境界統計が十分な予測手掛かりとなったことを示唆する．
source同定を曖昧にする設計，未学習遷移を属性規則から
推定させる設計，または難易度を段階化するカリキュラム
設計により，属性抽出の寄与をさらに分離できる．

4.2 局所操作に対応する出力変化
大域単元順を教科ブロック条件と同一に保ち，単元内役

割順だけを変えた比較では，標準順 prefixが減少すると同
時に，訓練役割への最初の遷移が約 0.95に達した．厳密
prefix評価は標準役割遷移の表出を，最初の役割 class評価
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図 4 iteration 700 の単元内遷移．(a) 教科ブロック条件と役割入替条件における標準役割遷
移の厳密 completion-prefix 一致率，(b) 役割入替条件で最初に検出された訓練役割率，
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95% CI である．
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図 5 訓練系列の次単元に対する teacher-forced top-1 率の checkpoint 推移．各線は条件別
の 15 runs 平均を表し，左が 0.8M，右が 2.67M モデルである．破線は 12 候補の一様
選択期待値 1/12 を示す．

は入替後の訓練順への適合をそれぞれ捉えており，両指標
が相補的に局所操作の効果を示した．本設計は，大域単元
順を固定した条件下で局所役割順の操作を識別する．局所
順と 3種類の単元間配列を完全交差させることで，今後は
両要因の交互作用まで検証できる．また，Slocal は境界位
置に整列した固定 prompt下の適合を表す．prefix長の短
縮，提示位置の移動，境界 cueの除去を組み合わせること
で，局所適合がどの手掛かりに依存するかを検証できる．

4.3 モデル規模と評価方法
2.67Mモデルでは，同一更新回数・同一投入文字 token数

の早い checkpointから SD が上昇した．これは本稿で用い
た深さ・幅・parameter数の組合せ全体に伴う capacity差
として観測された形成 checkpointの差である．深さ，幅，
parameter数を直交的に操作し，wall-clock timeや FLOPs

を加えた比較へ拡張することで，規模要因と計算資源効

率を分離して評価できる．Murtyらの structural grokking

は，十分な長期学習後に未見構造への階層的一般化が現
れる現象であり，本稿の訓練済み境界遷移への適合とは
評価課題が異なる．より長い学習，追加のモデル深さ，未
学習の教科・テーマ組合せを含む外挿評価を導入するこ
とで，属性規則が遅れて形成される可能性を検証できる．
teacher-forced候補選好と自由生成はいずれも checkpoint

とともに上昇した．前者は source末尾文脈下の候補順位
を，後者は確率的な自己回帰出力への表出を測るため，両
者の併用により系列選好と生成結果を二つの観測面から確
認できた．

4.4 情報処理研究としての位置付け
本研究は，教材を模した階層的日本語系列を統制コー

パスとして用いる，言語モデルの学習過程分析に位置付
けられる．Murtyらが未見の階層構造への一般化時点を，
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Papadimitriouらが合成構造の自然言語学習への転移を扱
うのに対し，本研究は同一の日本語内容上で観測済み境界
遷移だけを操作し，その適合が自由生成と候補順位へ現れ
る checkpointを測る．新規性は，(1) 自然言語表面を保つ
教材形式で単元内役割境界と単元間境界を操作したこと，
(2) 構造間重複を監査し識別可能地点で条件固有適合を検
証したこと，(3) 厳密 prefix，自由生成，teacher-forced候
補尤度を多 seed・多 checkpointで対応付けたことにある．
この統制実験は，形式的な合成課題と実教科書分析の中間
段階として，語彙・内容・境界 cueを固定した因果的比較
を提供する．実教科書への展開では，語彙分布，単元長，
出版社固有の編集構造を追加し，統制条件で得た指標が自
然な教材系列でも再現されるかを検証する．

5. 結言
本研究では，3 教科 ×4 テーマの人工教材系列を用い，

事前学習なし小型 GPTの単元内・単元間境界遷移への出
力適合を分析した．構造間の重複地点を除いた条件固有選
択性は，iteration 700で 120/120 runsにおいて正となっ
た．単元内役割ブロック入替では，厳密 prefixによる標準
順の変化と，訓練役割順への高い局所選択性が同時に確認
された．本実験のモデル規模・文脈長・学習量の範囲では，
教科・テーマ属性に基づく系列の有効シャッフルに対する
優位性は支持されず，カテゴリ属性に沿う系列と任意の有
効系列の双方で条件固有適合が形成された．また，同一更
新回数・投入文字 token数では，2.67Mモデルでより早い
checkpointから適合が観測された．これらの結果は，本実
験範囲の出力形成が，コーパス中に反復された単元内・単
元間境界遷移に対応して進行することを示唆する．
本結果の適用範囲は，固定した 12単元，10冊反復，文

字レベル語彙，文脈長 64，2モデル規模からなる統制条件
である．この範囲を明示することで，語彙，内容量，反復
回数，境界 cueを固定した配列操作と出力形成の対応を抽
出できた．実教科書の語彙分布と配列への展開，境界表記
を変えた prompt設計，事前学習済みモデル・subwordモ
デル・長文脈モデルへの拡張により，統制実験から実教材
分析へ接続できる．また，長文脈化と内部状態の probe・
介入，局所順×単元間配列の完全交差設計，等価性境界を
事前設定した追試，別教材集合・別言語・異なる反復回数
での再現性検証を進めることで，系列構造，データ量，モ
デル規模の関係をさらに体系化できる．
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