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要旨
本稿は我々のプレプリント Fukasaku et al. (2025) に
関する解説です．解説の平易さを優先するため，より厳
密な記述については原著論文をご参照ください．
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1 研究背景：ニューラルネットの最適化
σ(z) = max{0, z} を ReLU活性化関数と呼ぶ．入力
が多次元であるときは要素ごとに σ を適用する．特に
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（ただし θ = ({W (q), b(q)}q) はパラメータ）を Q (∈ N)
層のパーセプトロンと呼び，これはニューラルネット
の特殊形である．Q が大きいとき fNN

θ (x) はディープ
ニューラルネットと呼ばれ，その学習は特にディープ
ラーニングまたは深層学習と呼ばれる．
本稿では上述の ReLU ニューラルネットによる回帰
分析を考える．特に xi ∈ Rd から yi ∈ R を予測する問
題を考えるとき，正則化項付きの二乗損失

ℓλ(θ) =

n∑
i=1

(yi − f
(NN)
θ (xi))

2 + λ∥θ∥22 (1)

を最小化することでニューラルネットを訓練できる．こ
こで fNN

θ はパラメータ θ について非線形な関数であ
り，その損失関数 ℓλ(θ) は多数の局所解をもつ複雑な非
凸関数になっている．実用的な場面では特に勾配法

θ(t+1) ← θ(t) − η∇ℓλ(θ(t))

（ただし学習率 η > 0 はハイパーパラメータ，∇ はパラ
メータ θ に関する勾配）を利用することが多いab．

∗ 責任著者，okuno@ism.ac.jp
a 近年の深層学習では確率的勾配法やその加速法を用いる．
b ℓλ(θ) は微分不可能な点を持つが，高々加算個に過ぎないので，
劣勾配などを利用すればよい．

多くの場合，勾配法の反復回数 t を増やせば数列 θ(t)

は何らかの局所解に到達するc．一方で，到達した局所
最適点の “よさ”は初期値 θ(0) や学習率・反復回数など
様々な設定に依存しており，損失関数がどのような形状
をしていてどのような局所解に到達しうるのか，という
問題は常に研究者の興味を惹いてきた．
特に，ニューラルネットなどの非常に自由度の高いモ
デルの学習ではほとんどの局所解が同程度に “よい” 局
所解になっているとか，より安定的な解に収束するとか，
適当なタイミングで反復を打ちとめることで良い解の周
辺に留まっているとか，様々な説があるdが，勾配法をは
じめとする数値解法では厳密な局所解の位置も個数も解
次元もわからないので，これらの言説を間接的にしか検
証できない．統計的観点からは特に，到達した局所解が
孤立点であるかeも強い関心を惹くfのだが，数値誤差も
鑑みれば，数値解法では解が孤立点であるかどうかを判
定することもできない．上記の問題意識に従い，本研究
ではすべての局所解を網羅的に列挙し，またその解次元
まで精査する代数的な方法を提案する．

図 1: 複雑な損失地形 ℓλ(θ) のイメージ．本研究では実
際の最適化挙動を解明するために，すべての局所解とそ
の解次元を列挙する方法を考える．

c 凸な関数 ℓ(θ) に勾配法やその亜種を適用するといくつかの仮
定の下で大域的最小解への収束を証明できる．非凸な関数につ
いても，勾配 ∇ℓ(θ(t)) が 0 に到達することが知られている．
あくまで停留点への収束にとどまるが，勾配に確率的変動を含
ませることで停留点から効率的に脱出できるという話もある．

d 「深層ニューラルネットワークの高速化」（佐藤竜馬・著，技術
評論社）の 3.6節などに詳解されている．

e つまり解次元が 0であるかどうか．
f 孤立点であることと情報行列の退化が関係している．
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2 計算代数とは何か
計算代数のイメージとして最も分かりやすいものは，

MathematicagやMapleh，Maximaiなどの数式処理シス
テムだろう．ここではパラメータ θ = (θ1, θ2, . . . , θw)

と指数 r = (r1, r2, . . . , rw) ∈ Nw
0 について，実数係数の

多項式

g(θ) =
∑
r∈Nw

0

cr θ
r1
1 θr22 · · · θrww , (cr ∈ R)

を考える．例えば g(θ) = 2 θ1 − 1.3 θ1θ2 + 0.3 θ32θ
2
3 な

どが多項式にあたる．このような実数係数の多項式の集
合を R[θ] などと書く．多項式 g1, g2, · · · , gr ∈ R[θ] が
あるとき，連立方程式の解集合

V(g1, g2, . . . , gr) =

θ
∣∣∣∣∣
g1(θ) = 0
g2(θ) = 0

...
gr(θ) = 0


を代数多様体と呼び，これは多項式が生成するイデア
ル ⟨g1, g2, . . . , gr⟩ と呼ばれる数理的構造から導くこと
ができる．イデアルを操作する計算代数により，簡単
に言えば上記の代数多様体 V(g1, g2, . . . , gr) と同値な
簡約表現 (Gröbner 基底) を導出することができ，こ
れは解が満たすべきより簡約な方程式表現とみなす
ことができるので，すべての解とその解次元を列挙す
ることができるj．つまり計算代数により連立方程式
g1(θ) = 0, g2(θ) = 0, · · · , gr(θ) = 0 のすべての解とそ
の解次元を列挙することができる．

3 提案法
3.1 ReLUニューラルネットの代数的表現
本研究では，fNN

θ (x) が区分多項式であることを利用
する．これを説明するために，活性化パターンという概
念を導入する．以降では記号を簡単にするため，より簡
略化したパーセプトロン

fNN
θ (x) = Ja , σ(Bx+ c) K (2)

を考えるが，以降の議論は本質的には一般の Q 層パーセ
プトロンに拡張できる．ここで，a, c ∈ RL;B ∈ RL×d

とし，L を中間素子数と呼ぶ．

g https://www.wolfram.com/mathematica/
h https://jp.maplesoft.com/products/maple/
i https://maxima.sourceforge.io/
j Gröbner 基底の計算は非常に大変であることが知られている
(Mayr and Meyer, 1982)．

ReLU活性化 σ(z) = max{0, z} は区分的に線系な関
数であり，ある補助変数 e ∈ {0, 1} を導入すると

σ(z) = ez, e = 1(z ≥ 0)

と書き直すことができる．したがって，あるパラメー
タ θ = (a,B, c) と入力 x が定まれば，ある補助変数
e ∈ {0, 1}L を対角要素に持つ対角行列 diag(e) があり

fNN
θ (x) = Ja , diag(e)(Bx+ c) K (3)

とできる．このような e = e(θ,x) のことを特に活性化
パターンと呼ぶ．e は 0か 1のみを要素に取ることを考
えれば，e を先に固定すると (3) は θ = (a,B, c) に関
する多項式になっていることが分かる．
3.2 領域内部の解列挙
活性化パターン e は θ,x に依存するので θ を定める
前には分からないのだが，仮に e が先に分かっていたと
すると，多項式 (3) を訓練するための二乗損失 (1) もパ
ラメータ θ についての多項式になる．区別のため，ここ
では活性化パターンを固定した損失関数を ℓλ,E(θ) と書
こう．多項式は微分をしても多項式のままなので，

gj(θ) :=
∂ℓλ,E(θ)

∂θj
= 0, (j = 1, 2, . . .) (4)

は多項式の方程式 (代数方程式) となり，計算代数によっ
て連立方程式 (4)の解を列挙することができるのではな
いか，というのが本研究のアイデアである．
一方で，活性化パターン e を先に “仮定” して得られ
た代数方程式 (4) の解がその活性化パターン e を満た
しているかはわからない．そこで，本研究では (4) に関
係する活性化パターンを E = (eiℓ) ∈ {0, 1}n×L とし，
E として可能なパターンそれぞれについて (4) を解き，
得られた解のうち仮定した活性化パターンを満たす解の
みを選別して最終的に統合する総当たり法を行う．これ
により，各活性化パターンに対応するパラメータ領域の
内点にあたる解をすべて列挙することができる．
3.3 領域境界の解列挙
実際には，パラメータ θ により活性化パターンが変
化するので，各パターンに対応するパラメータ領域に
は境界が存在する．境界では損失関数 (1) が非連続的
に変化することがあり，先述の方法では発見できない
解が生じうる．一方で，このような境界はある代数方
程式 ξ(θ) = 0 によって記述でき，境界上の局所解は
Lagrangeの未定乗数法，つまり

∂{ℓλ(θ) + βξ(θ)}
∂(θ, β)

= 0 (5)

により解ける．(5) はまた代数方程式となるので，その
解を計算代数によって列挙できる．
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なお，3.2 節と 3.3 節で得られた解は鞍点や局所最大
点も含みうるので，最終的には得られた解の局所最小性
を判定し，残ったもののみ局所最小解として出力する．

4 数値的な結果
サンプルサイズ n = 5 のある回帰問題で中間素子数

L = 2 のパーセプトロン (2) の局所解を列挙すると，

• ある活性化パターンに対応するパラメータ内部領域
1つに，連続的な 1次元の解が 1つ見つかり，

• パラメータ境界領域に 0次元の解 (孤立点) が 8個
見つかった．

つまりリッジ正則化 λ∥θ∥22 を課しても解は孤立しない
場合があり，非零次元の連なった解を形成しうるので，
情報行列は退化したままとなりうる．また，孤立点は活
性化パターンに対応するパラメータ内部領域には存在せ
ず，すべて境界上に存在した．これら数値実験の設定や
詳細は Fukasaku et al. (2025) 4節に記述されている．

5 まとめと今後の展望
本研究では計算代数により ReLU ニューラルネット
の局所最小解およびその解次元を全列挙する方法を提案
し，数値的なデモンストレーションを行った．
一方で，計算代数は非常に計算コストが高いことが知
られており (Mayr and Meyer, 1981)，現状ではサンプ
ルサイズ n = 5, 中間素子数 L = 2 程度の計算でも非常
に大きな計算量を要してしまう．計算量に関する問題解
決は急務である．Gröbner基底の高速計算は計算代数分
野で今日も様々な研究が進められている．このほか，特
に損失関数 ℓλ(θ) に対応する多項式は活性化パターン e

に依存しており，e の要素がわずかにフリップしたとき
多項式がどのように変化するのかなど，問題の構造に依
存した高速計算が実現しうるのか現在検討中である．
また，得られた解を利用した統計的な検証も重要な課
題の一つである．現在非常に小さな ReLU ニューラル
ネットに関して最適解をすべて列挙できているので，実
際に数値的な勾配法などがどの解に収束しうるのかな
ど，これまで提唱されてきた様々な言説をより明示的に
検証する方向でも研究を進めたい．

本稿に関する注意
本稿では解説を平易にするため，Fukasaku et al.

(2025) の実装とはやや異なる部分がある．例えば
Fukasaku et al. (2025)では損失関数 (1)を全パラメー
タ θ = (a,B, c) に関して最小化するのではなく，a の

み先に最小化して，残った ψ = (B, c)についてのみ代
数計算を行っている．詳細な実装については Fukasaku

et al. (2025)を参照してほしい．
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